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2.2 Phénomènes saisonniers . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

3 Stationnarisation 15
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7.4 Détermination de l’ordre d’un ARMA . . . . . . . . . . . . . . . . . . . . . . . . 48
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Introduction

Ce cours est une introduction à l’étude mathématique des séries chronologiques, c’est à dire
des suites finies de mesures régulièrement espacées dans le temps, à valeurs réelles.

Décrivons quelques exemples :

– la croissance d’un arbre est fonction de son environnement, notamment de la température,
de l’humidité etc. mais aussi de facteurs individuels. Peut-on modéliser le lien entre la
largeur de ses cernes successives et ces facteurs environnementaux ?

– selon l’état du patient (éveil, sommeil lent léger, sommeil lent profond, sommeil paradoxal,
état pathologique), les caractéristiques de son électroencéphalogramme (EEG) varient. La
Figure 1 montre un extrait d’un enregistrement d’EEG, présentant une transition entre
deux états au cours d’une crise d’épilepsie. Le partitionnement de l’EEG peut être fait
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Figure 1 – Transition dans un EEG

manuellement par un opérateur spécialiste, mais cette opération est très fastidieuse pour
des enregistrements longs (par exemple un partitionnement de huit heures d’EEG par
tranches de cinq secondes) et peut conduire à des erreurs. On cherche donc à mettre en
place un partitionnement automatique basé sur le fait que le modèle de l’EEG change
de paramètres lorsque le patient change d’état, voir par exemple [1]. Ce dernier exemple
illustre la parenté entre le traitement du signal et l’étude des séries chronologiques, un
signal, électrique ici, pouvant être considéré comme une série chronologique.

Dans tous ces exemples intervient le hasard : il nous manque toujours de l’information,
et la compréhension qe l’on peut avoir du phénomène est entachée d’un bruit. Ceci explique

1



2 TABLE DES MATIÈRES

l’approche probabiliste et statistique adoptée dans ce cours. Pour fixer les idées, on aura donc
souvent en tête une modélisation de nos observations x0, . . . , xn−1 sous la forme :

xt = f(t) + εt ,

avec f une fonction “régulière” et ε un “bruit”, c’est à dire une composante aléatoire, irrégulière.
Les objectifs classiques sont en général d’estimer la fonction f ou de prédire les valeurs futures
de x.

Ceci nécessite de contrôler statistiquement le bruit ε, ce qui n’est faisable qu’au prix d’hy-
pothèses sur sa nature aléatoire. Rappelons-nous l’hypothèse du modèle linéaire gaussien clas-
sique : les valeurs successives du bruit ε sont alors indépendantes est identiquement distribuées
(et gaussiennes, mais ceci est secondaire pour l’instant). Cette hypothèse, raisonnable lorsqu’on
observe des résultats répétés d’expériences indépendantes, est très forte et en général irréaliste
lorsqu’on observe une série chronologique : il y a en général corrélation entre différentes valeurs
successives du bruit. Néanmoins, cette corrélation est souvent plus faible entre deux instants
éloignés. Par ailleurs, il est nécessaire d’apprendre quelles sont les formes fréquentes pour f .
La partie II de ce cours sera consacrée à la description temporelle des séries chronologiques, en
cherchant à décrire la partie régulière en terme de tendance (une évolution lente et régulière)
et saisonnalité (un phénomène périodique), et à décrire le bruit en terme de stationnarité
(régularité statistique dans le temps), et de corrélation.

Dans la partie II, on accomplira un objectif majeur du cours qui est d’introduire un modèle
de bruit stationnaire et dépendant appelé ARMA. Notamment, un ARMA est facilement
contrôlable d’un point de vue statistique.

Ce modèle de bruit servira de brique élémentaire à la construction de modèles plus généraux
de séries chonologiques aléatoires non stationnaires dans la partie III.

Enfin, dans la partie IV, on changera légèrement de point de vue pour introduire une idée
très importante en traitement du signal : l’idée de changement de base. Les signaux (ou séries
chronologiques) de longueur n sont, d’un point de vue mathématique, des vecteurs dans un
espace de grande dimension, Rn, et pour “comprendre” ces signaux, les apprivoiser, les examiner,
il faut pouvoir “tourner autour”, comme on tournerai autour d’une sculpture pour en saisir
tous les aspects. Tourner autour d’une sculpture, c’est changer de repère dans l’espace R3.
Tourner autour d’un signal, c’est aussi changer de repère (ou simplement de base), mais dans Rn.
Certaines bases sont plus utiles que d’autres, et on verra l’exemple d’une base très importante :
la base de Fourier. Examiner un signal ou une série chronologique dans la base de Fourier, c’est
ce qu’on appelle faire son analyse spectrale.

Pour finir cette introduction, soulignons que l’objectif principal de ce cours est de com-
prendre et de savoir manipuler mathématiquement les notions suivantes :

– la stationnarité,
– les bruits corrélés,
– les modèles d’états,
– le changement de base pour ”observer un signal sous un angle différent” avec la trans-
formée de Fourier.

Enfin, citons quelques références. Le livre de Brockwell et Davis [3] contient toute la théorie
nécessaire, et même plus. Son “frère” [2] est souvent à examiner en premier car il est plus simple
d’abord. L’ouvrage de Hipel et Mc Leod [5] est orienté vers les applications environnementales,
surtout hydrologiques. Il est très clair et donne beaucoup de cas d’études à des données réelles.
Concernant la partie “analyse spectrale” du cours, on pourra consulter le chapitre 1 du cours de
Bruno Torrésani [8]. Enfin, quelques notes de cours en français trainent sur le web, par exemple
celles de Xavier Guyon [4] ou de Michel Prenat[6].



Première partie

Description temporelle des séries
chronologiques

3
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Lorsqu’on observe une série chronologique pour la première fois, il faut bien arriver à la
décrire, en un sens à décrire sa forme. Cette étape de description est assez informelle, mais
cruciale pour la suite de l’analyse. C’est en effet le “degré zéro” de la modélisation.

Le but de cette partie est de donner quelques notions fondamentales sur cette étape, ainsi
que quelques outils mathématiques bien utiles pour aider nos yeux et préparant l’introduction
des principaux modèles qui seront étudiés dans ce cours.

Comme le titre de cette partie l’indique, on restera dans le domaine temporel. Les idées de
changement de base, avec l’analyse de Fourier, feront l’objet de la partie IV de ce cours.
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Chapitre 1

Covariance, stationnarité

1.1 Rappels

Dans la suite, on supposera données deux séries d’observations de même longueur : x =
(x1, . . . , xn) et y = (y1, . . . , yn).

On considère le nuage de points (xt, yt)t=1,...,n. Si les observations x et y n’ont aucun lien
entre elles, on obtient un nuage de points dispersés tout à fait au hasard entre les axes. Au
contraire, s’il existe une dépendance entre x et y, le nuage de points prend une forme particulière
(elliptique par exemple) et le nuage est d’autant plus étroit que la liaison statistique entre x et
y est plus serrée (dépendance forte). Introduisons à présent les outils nécessaires pour mesurer
cette dépendance.

Définition 1.1 La moyenne empirique d’une série x est :

x =
1

n

n∑

t=1

xt.

La variance empirique de la série x est :

s2x,n =
1

n

n∑

t=1

(xt − x)2 =
1

n

n∑

t=1

x2t − x2,

l’écart type empirique de la série est sx,n.

Remarque 1.2 La moyenne empirique est une notion de “tendance centrale”. Une autre me-
sure de tendance centrale très utile est la médiane empirique, plus robuste aux valeurs extrêmes.
Il y a en fait plusieurs définition voisines de la médiane empirique. On pourra utiliser la sui-
vante. On note x(1) 6 . . . 6 x(n) la série réordonnée. Si n = 2m+ 1 est impair,

medn = x(m) .

Si n = 2m est pair,

medn =
1

2
(x(m) + x(m+1) .

R: mean() et median(), éventuellement avec l’option “na.rm=TRUE”.

Remarque 1.3 Souvent, la variance empirique est définie par :

σ2x,n =
1

n− 1

n∑

t=1

(xt − x)2 .

7



8 CHAPITRE 1. COVARIANCE, STATIONNARITÉ

L’intérêt de cette définition est que cela donne un estimateur non biaisé de la variance σ2

lorsque les xi sont des réalisations de n variables aléatoires décorrélées de variance σ2. Dans
un contexte descriptif, il n’y a pas d’intérêt majeur à utiliser σ2x,n plutôt que s2x,n.

R: var(x) donne la valeur de σ2x,n, et sd(x) la valeur de σx,n.

On définit de la même manière y et sy,n. On rappelle que l’écart-type empirique indique la
dispersion des observations autour de leur moyenne. On définit alors :

Définition 1.4 la covariance empirique de x et y :

cov(x, y) =
1

n

n∑

t=1

xtyt − x y =
1

n

n∑

t=1

(xt − x)(yt − y)

et le coefficient de corrélation de x et y :

corr(x, y) =
cov(x, y)

sx,nsy,n
.

Remarque 1.5 De même, la covariance empirique est parfois définie par :

cov(x, y) =
1

n− 1

n∑

t=1

xtyt − x y =
1

n− 1

n∑

t=1

(xt − x)(yt − y) .

C’est ce que retourne R lorsqu’on lui demande cov(x,y). Mais dans tous les cas, le coefficient
de corrélation est donné par la formule :

=
cov(x, y)

sx,nsy,n
.

R: cor(x,y) donne la valeur de corr(x, y).

On a la proposition suivante :

Proposition 1.6 Pour toutes séries x et y,
- |corr(x, y)| 6 1,
- |corr(x, y)| = 1 ⇔ x et y sont liés (i.e. il existe λ et µ tels que soit pour tout t, xt = λyt+µ
soit pour tout t, yt = λxt + µ).

Preuve : il suffit d’appliquer l’inégalité de Cauchy-Schwartz pour le produit scalaire (forme
bilinéaire réelle symétrique définie positive)

〈a, b〉 = 1

n

n∑

t=1

atbt. (1.1)

Rappelons que l’inégalité de Cauchy-Schwartz se démontre en développant pour tout réel λ,
‖λa+ b‖2 > 0. �

Etant donné notre nuage de point, il peut parfois être utile de connâıtre la droite qui
“approche le mieux” ce nuage de points. Pour nous, elle sera définie de la manière suivante et
appelée droite de régression.

Définition 1.7 La droite de régression est la droite y = ax+ b qui approche le mieux le nuage
de points au sens des moindres carrés, c’est à dire que a et b sont choisis pour que

n∑

t=1

(axt + b− yt)
2 (1.2)

soit minimale.
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On a alors le résultat suivant :

Proposition 1.8 Si y = ax+ b est la droite de régression de (xt, yt)t=1,...,n, alors

a =
cov(x, y)

s2x,n
, b = y − ax.

Preuve : Il suffit de dériver par rapport à a et b l’expression (1.2). �

1.2 Autococorrélation et corrélation croisée

On va maintenant utiliser la notion de covariance d’une manière spécifique aux séries chro-
nologiques. Tout d’abord en mesurant la dépendance à l’intérieur d’une série d’observations avec
l’autocovariance empirique, puis entre deux séries chronologiques avec la corrélation croisée.

Pour mesurer la “dépendance” entre les observations d’une même série x = (x1, . . . , xn), on
peut utiliser la fonction d’autocovariance empirique :

Définition 1.9 La fonction d’autocovariance empirique de la série x est :

∀ h ∈ {0, 1, . . . , n− 1}, gx,n(h) =
1

n

n−h∑

t=1

(xt − x)(xt+h − x).

Remarque 1.10 On remarque que gx,n(0) = s2x,n.

Enfin, on donne la définition de la fonction d’autocorrélation empirique.

Définition 1.11 La fonction d’autocorrélation empirique (ACF) pour la série x est :

∀ h ∈ {0, 1, . . . , n− 1}, ρx,n(h) =
gx,n(h)

gx,n(0)
=

∑n−h
t=1 (xt − x)(xt+h − x)∑n

t=1(xt − x)2
.

R: C’est la fonction acf() qui se charge du calcul de l’autocovariance (option “type=cov”) et de l’au-
tocorrélation empiriques. Bien évidemment, ρx,n(0) = 1, si bien qu’en passant des fonctions d’au-
tocovariance empirique aux fonctions d’autocorrélation empirique, on perd une information :
la dispersion de la série autour de sa moyenne. Ceci dit, ce sont les fonctions d’autocorrélation
empirique qui caractérisent les dépendances.

Remarque 1.12 Pour voir ce dernier aspect, il faut remarquer que quand p << n, sous des
conditions très générales, ρx,n(p) est presque égal au coefficient de corrélation entre la série
(x1, x2, . . . , xn−p) et (xp+1, xp+2 . . . , xn).

Il faut noter que pour les indices p élevés, la valeur de ρx,n(p) n’a pas de signification sta-
tistique. Le bon sens ainsi que des considérations de convergence dépassant les limites de
ce cours, recommandent de ne prendre en considération que les autocovariances empiriques
ρx,n(1), ρx,n(2), . . . , ρx,n(h) pour un h pas trop “grand” par rapport à la longueur de la série.
La même remarque s’applique pour la fonction d’autocorrélation empirique.

Définition 1.13 La fonction d’autocorrélation croisée (CCF) pour les séries x et y est :

∀ h ∈ {0, 1, . . . , n− 1}, ρx,y,n(h) =

∑n−h
t=1 (yt − y)(xt+h − x)√∑n

t=1(yt − y)2
√∑n

t=1(xt − x)2
.

R: ccf() : la valeur en h de ccf(x,y) correspond à l’estimation de la corrélation entre xt+h et yt
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1.3 Stationnarité empirique

On dit qu’une série chronologique est stationnaire lorsque ses caractéristiques statistiques au
second ordre (autocovariance et moyenne) ne dépendent pas (ou pas trop) de la fenêtre de temps
dans laquelle on les observe. Ce genre de série est en général irrégulière (au sens “désordonnée”)
mais statistiquement régulière. C’est exactement ce qu’on attend d’un bruit stationnaire.

Pour définir cela de manière un peu plus précise, nous allons développer deux idées.
La première est la suivante : on se dit qu’il doit exister trois échelles de temps dans l’intervalle

de temps [0, n− 1] d’observation de la série.
– le court terme qui correspond à la longueur de la mémoire de la série : deux valeurs dont
les dates diffèrent d’un court terme sont corrélées,

– le moyen terme à l’échelle duquel la mémoire s’efface (environ un dixième de la longueur
de la série en pratique)

– le long terme, qui est l’ordre de la longueur de la série, et qui doit être grand devant le
moyen terme.

On peut alors déplacer mentalement une fenêtre de largeur le moyen terme sur toute la longueur
de la série. A chaque position de cette fenêtre, on observe l’échantillon qui se trouve à l’intérieur.
Si tous ces échantillons semblent similaires au second ordre, au sens où leurs moyennes et
covariances empiriques à court terme semblent à peu près les mêmes, alors on en conclura
que la série semble stationnaire. On peut implémenter cela en calculant l’autocovariance et
la moyenne empiriques sur toutes les sous-fenêtres de largeur le moyen terme contenues dans
[0, n− 1]. On peut parler d’autocovariance et moyenne empiriques à court terme.

Une autre façon de mettre en évidence la non-stationnarité, plus proche de la définition
théorique (cf. la Définition 4.4), est d’observer la matrice de covariance empirique définie par :

∀h1, h2 ∈ {1, . . . , ⌊n/2⌋}, R̂(h1, h2) =
1

n−max{h1, h2}+ 1

n−max{h1,h2}∑

t=0

xt+h1xt+h2 .

Remarquons qu’elle n’est (volontairement) pas centrée. Si le signal est stationnaire, R̂(h1, h2)
doit être proche d’une fonction de h2 − h1.

Remarque 1.14 Pour les séries stationnaires, ρx,n(h) devient généralement proche de 0 ra-
pidement quand h augmente. Lorsque l’on étudie une série brute comportant une ou plusieurs
tendances ou saisonnalités, le comportement de la fonction d’autocorrélation empirique est très
différent. Par exemple, on peut montrer le résultat suivant.

Proposition 1.15 Si on considère une tendance polynomiale pure :

xt = a0 + a1t+ . . .+ apt
p, t = 1, 2, . . . , n

alors, pour h fixé, ρx,n(h) −−→
n∞

1.

Si on considère une série sinusöıdale pure :

xt = a cos(2tπ/T ), t = 1, 2, . . . , n

alors, pour h fixé, ρx,n(h) −−→
n∞

cos(2hπT ).

Ce résultat indique que si la série est assez longue, la période se voit aussi bien sur la fonction
d’autocorrélation empirique que sur la série elle-même. En réalité, on n’a jamais affaire à une
tendance et/ou une saisonnalité pures, mais la proposition précédente donne une bonne indica-
tion de ce qui se passe pour une série présentant une tendance ou une saisonnalité additive. En
résumé et pour parler sommairement, pour une longue série présentant une tendance polyno-
miale, la fonction d’autocorrélation empirique est positive et assez proche de 1 lorsque p évolue
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tout en restant petit devant n. Pour une série présentant une périodicité, celle-ci se voit bien
sur la fonction d’autocorrélation empirique.

Dans ce cours, lorsque l’on étudie une série chronologique, la première démarche consiste à
stationnariser la série (cf. chapitres 2 et 3). On en conclut que si la fonction d’autocorrélation
empirique du résidu stationnarisé présente une des propriétés de la Proposition 1.15, c’est sans
doute parce que l’on a oublié d’enlever une tendance ou que l’on a mal désaisonnalisé.
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Chapitre 2

Tendance et saisonnalité

2.1 Notion de tendance, lissage d’une série chronologique

Dans une série chronologique, une tendance désigne une évolution à long terme, relative-
ment lente. Mathématiquement, cela se formalise (un peu) par une fonction régulière, variant
lentement, ou plus précisément dont les variations significatives sont à long terme.

Donnons quelques exemples de fonctions du temps pouvant présenter ce genre de compor-
tement.

– Les polynômes de bas degré.
– Plus généralement, les fonctions puissances de la forme tα, α ∈ R pour t > 0, et leurs
combinaisons linéaires.

– Les fonctions exponentielles, de la forme t 7→ α expβt, avec α et β dans R.
– Les fonctions logarithmes, de la forme t 7→ α ln(t) + β, avec α et β dans R.

Dans les applications, il est rarement agréable d’utiliser ce genre de fonctions explicitement. En
effet, il est rare que des formes si nettes soient justifiées par un argument naturel (physique,
biologique, etc.). D’un autre côté, ces fonctions sont loin d’être aussi malléables qu’on aimerait,
et sont donc des outils limités pour estimer une tendance. Par contre, elles fournissent de bons
vocables pour décrire rapidement l’allure d’une tendance : tout le monde comprend aisément ce
que signifie “une tendance linéaire, croissante”. On les utilisera essentiellement de cette façon.

Pour estimer plus précisément une tendance en fonction du temps, on utilisera de préférence
une méthode de régression linéaire locale pondérée comme loess (locally weighted scatterplot
smoothing). L’idée de loess (linéaire) est simple : en un instant donné t, on calcule une droite de
régression en considérant une fenêtre centrée en t, contenant une proportion α de tous les points.
La régression est une régression pondérée : les points les plus éloignés de t dans la fenêtre ont
un poids (beaucoup) plus faible que les points les plus proches de t. Puis on estime la tendance
en t par l’ordonnée de cette droite de régression en t. Ceci est fait en chaque instant t.

R: Pour une série temporelle x, utiliser loess(x ~ time(x)). Le paramètre alpha peut être changé
(défaut à 0.75). Le résultat est un objet de classe ’loess’. La tendance est dans loess$fitted.

2.2 Phénomènes saisonniers

De très nombreux phénomènes temporels présentent un, ou plusieurs, caractères périodiques.
Les cycles peuvent être annuels (influences des saisons), mensuels (penser au salaire), lunaires,
journaliers etc. Le cycle le plus fréquemment rencontré est sans doute le cycle annuel, nous
allons donc nous placer dans ce cadre, le transfert à une autre période étant immédiat.

Lorsqu’on observe pendant plusieurs années une grandeur influencée par un cycle annuel,
on dit qu’il y a un phénomène saisonnier. On peut espérer estimer un motif périodique qui
représenterait sa dépendance au rythme annuel. Une façon de faire cela est de calculer pour

13
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chaque série mensuelle (la série des mois de janvier, celle des mois de février etc.) la moyenne
et l’écart-type empiriques. La série désaisonnalisée est alors la série obtenue en retranchant à
la série initiale les moyennes mensuelles, puis en divisant cette différence par les écart-types
mensuelles.

Plus formellement, pour une série mensuelle avec un rythme annuel, on obtient 12 moyennes
mensuelles, mJan, . . . ,mDec et 12 écart-types mensuels σJan, . . . , σDec. Si la série initiale est x,
on obtient la série désaisonnalisé en un mois t qui est, par exemple, un mois de juin, par :

ut =
xt −mJuin

σJuin
.

Remarque 2.1 Il est nécessaire d’avoir préalablement extrait la tendance.

Lorsque cette opération réussit, au sens où la série désaisonnalisée ne présente plus de
caractère saisonnier, le motif répété des moyennes mensuelles est appelé saisonnalité. C’est une
série périodique, de même longueur que la longueur de la série initiale.

R: Un outil bien utile : monthplot(), qui trace les séries mensuelles.



Chapitre 3

Stationnarisation

3.1 Modèle additif

Lorsqu’on a identifié (éventuellement) une tendance puis (éventuellement) une saisonnalité,
et qu’on a éliminé ces composantes de notre série, on obtient quelque chose, un résidu qui n’a
plus ni tendance ni saisonnalité, et qui est de ce fait relativement informe. En réalité, il y a
souvent encore beaucoup à dire, au moins d’un point de vue statistique. L’idéal (car cela mène
à une représentation plus simple) est lorsque ce résidu est stationnaire (cf. section 1.3). On
pourra alors essayer d’ajuster un modèle de bruit stationnaire comme les ARMA (cf. partie II),
et on aura un joli modèle additif :

xt = mt + st + εt ,

où :

– m est la tendance,
– s la saisonnalité,
– ε est un bruit stationnaire.

Ce type de modèle est assez souhaitable : il est simple, linéaire, et on se représente bien
visuellement ce qui se passe lorsqu’on ajoute deux séries. Néanmoins, il est rare qu’une série
nous tombe toute cuite dans les mains, prête à être décomposée en modèle additif. Souvent,
cette décomposition peut coincer pour les raisons suivantes :

– les variations saisonnières ont une amplitude variable,
– le bruit restant a une amplitude variable

On peut alors essayer de transformer la série de manière simple. C’est l’objet des transformations
de Box-Cox, cf. section 3.2.

Par ailleurs, une autre limitation du modèle additif est l’accent porté sur la modélisation de
m et s, la tendance et la saisonnalité. On peut être intéressé à transformer une série afin de la
rendre stationnaire sans avoir à estimer tendance et saisonnalité. Une façon de faire cela est de
stationnariser par différentiation, c’est l’objet de la section 3.3.

3.2 Transformations de Box-Cox

Il arrive fréquemment que des séries chronologiques aient une variance de bruit et une
amplitude de variations saisonnières qui sont des fonctions croissantes de m. Pour y rémédier,
une solution est d’utiliser une transformation de Box-Cox pour les séries strictement positives.

Cela consiste à transformer une série xt en x
(a)
t où :

x
(a)
t =

{
(xt)a−1

a si a 6= 0
log(xt) si a = 0

15
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où a est une constante à choisir. En pratique, un bon choix de a permet souvent de stabiliser les
fluctuations des résidus et de la saisonnalité, voire de les rendre à peu près gaussiens. On peut
également appliquer cette transformation à xt + c avec c une constante à choisir. Cela permet
de rendre la série positive, mais également, parfois, d’améliorer encore la stabilité de la variance
ou le caractère à peu près gaussien des résidus.

3.3 Différentiation

Une approche complètement différente est fournie par les remarques suivantes :
– Une tendance est une fonction régulière, donc si on la dérive suffisamment, elle doit devenir
moins régulière, jusqu’à ressembler à un bruit,

– Une saisonnalité s est une fonction périodique de période p, donc si on calcule st − st−p,
on la supprime.

Dans le premier cas, on parle de différentiation à l’échelle de l’échantillon. Comme nos séries
vivent en des instants discrets, cela correspond à tranformer xt en xt − xt−1.

Dans le second cas, on parle de différentiation à l’échelle de la période. Cela correspond à
tranformer xt en xt − xt−p.

Cela revient à considérer un tout autre type de modèle que le modèle additif : on cherche
désormais à différentier x à l’échelle de la période et de l’échantillon jusqu’à ce que la série
obtenue soit stationnaire. On verra plus tard que lorsqu’on obtient comme résidu un bruit
ARMA, alors la série initiale est ce qu’on appelle un SARIMA, et que ce genre de modèle est
très bien adapté à la prédiction.

R: la fonction diff() permet de différentier. L’option “lag” permet de préciser la valeur de p dans
xt − xt−p, et l’option “differences” le nombre de fois que l’on veut différentier.

3.4 Première description d’une série chronologique

Pour clore ce chapitre, résumons ce qu’on entend par “décrire une série chronologique”. Cela
signifie tracer la série, l’observer, puis commenter les aspects suivants :

– tendance (linéaire ? exponentielle ? etc.)
– phénomène saisonnier (amplitude variable ? motif variable ?)
– bruit (amplitude variable ? Corrélation variable ?)

Enfin, cela signifie transformer de la façon la plus simple possible la série de manière à obtenir
un résidu stationnaire, et être capable de résumer les transformations effectuées.



Deuxième partie

Les ARMA : des bruits stationnaires
autocorrélés
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Nous avons vu dans la partie I que les résidus dans la décomposition d’une série chrono-
logique sont rarement décorrélés, même s’ils sont stationnaires. L’objectif de cette partie est
de présenter une classe de modèles, sans doute les plus simples, de bruits stationnaires auto-
corrélés : les ARMA. L’introduction de tels bruit représentent non seulement un progrès dans
le réalisme de la modélisation, mais permettra aussi d’améliorer la qualité de la prédiction.

Pour illustrer cette possibilité d’améliorer la prédiction, nous allons partir d’un exemple
théorique simple. Soit φ ∈] − 1, 1[ un paramétre supposé connu. On considère une suite de
variables aléatoires définies récursivement comme suit :

{
Y0 = 0
Yn = φYn−1 + Zn ∀n > 1

où (Zn)n>1 est une suite i.i.d de variables aléatoires gaussiennes centrées de variance σ2 > 0.
On suppose maintenant qu’on observe Y0, . . . , Yn−1, et qu’on veut prédire la valeur de Yn. Au
vu de la récurrence, et Zn étant indépendant de Y0, . . . , Yn−1, il semble logique de prédire Yn
par φYn−1. On trouve alors que l’erreur quadratique moyenne de prédiction est :

E[(Yn − φYn−1)
2] = E[Z2

n] = σ2 .

Et si on avait oublié la dépendance de Yn en Yn−1 ? On aurait naturellement prédit Yn par son
espérance, c’est à dire par 0. On aurait alors une erreur quadratique moyenne de prédiction de :

E[Y 2
n ] = E[(φYn−1 + Zn)

2] = σ2 + φ2E[Y 2
n−1] = . . . = σ2

n−1∑

i=0

φ2i = σ2
1− φ2n

1− φ2
.

On a ainsi une erreur quadratique moyenne de prédiction qui est strictement supérieur à σ2,
l’erreur quadratique obtenue en tenant compte de la dépendance de Yn en Yn−1. Remarquons
qu’en général, on ne connait pas le paramètre φ, et on ne connait même pas la forme exacte de
la dépendance de Yn en fonction de Y0, . . . , Yn−1. Il faut alors estimer cette dépendance, c’est
le rôle de la statistique.

Le chapitre 4 sera dédié à la définition théorique des processus stationnaires. Les processus
ARMA et leurs propriétés élémentaires seront introduits dans le chapitre 5. Le chapitre 6
visera à formuler rigoureusement la notion de prédiction linéaire telle qu’on l’a mise en oeuvre
ci-dessus. Enfin, le chapitre 7 traitera de la statistique des processus ARMA.
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Chapitre 4

Processus stationnaires

Un processus aléatoire (Xt)t∈T , indexé par un ensemble T est simplement une collection de
variables aléatoires définies sur le même espace de probabilité. Dans ce cours, T désigne une
succession d’instants. Plus précisément :

Dans tout ce cours, T désignera un ensemble d’instants et sera soit Z soit un sous-ensemble
fini de Z, typiquement {0, . . . , n− 1}.

4.1 Bruit blanc

L’exemple le plus simple de processus aléatoire est celui du bruit blanc fort discret. C’est
tout simplement une suite de n variables aléatoires centrées indépendantes et identiquement
distribuées W0, . . . ,Wn−1. Lorsque ces variables sont gaussiennes, on parle de bruit blanc gaus-
sien discret. Sur la Figure 4.1, on voit deux exemples de bruits blancs, l’un gaussien et l’autre
de loi de Pareto (standardisée) de paramètres (1, 3). Noter que cette loi de Pareto a une queue
de distribution assez lourde, et que cela a une incidence sur les valeurs extrêmes prises par le
bruit blanc.
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Deux bruits blancs forts

Figure 4.1 – Deux réalisations de bruits blancs
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4.2 Série chronologique aléatoire stationnaire

Le point de vue probabiliste adopté dans ce cours est qu’une série chronologique observée
est la réalisation d’un processus aléatoire, qu’on appellera série chronologique aléatoire.

Définition 4.1 (Série chronologique aléatoire) Soit T ⊂ Z un ensemble d’instants. Une
série chronologique aléatoire est une collection (Xt)t∈T de variables aléatoires réelles définies
sur un même espace de probabilité.

Définition 4.2 Une série chronologique aléatoire (Xt)t∈T est dite du second ordre si :

∀t ∈ T, E(X2
t ) <∞ .

Une série chronologique aléatoire (Xt)t∈T est dite centrée si :

∀t ∈ T, E(Xt) = 0 .

Définition 4.3 (Fonction de covariance) On définit la fonction de covariance ΓX d’une
série chronologique aléatoire du second ordre (Xt)t∈T par :

ΓX(t, s) = Cov(Xt, Xs) = E[(Xt − E(Xt))(Xs − E(Xs))] .

Définition 4.4 (Stationnarité) On dit qu’une série chronologique aléatoire (Xt)t∈Z indexée
par Z est stationnaire en moyenne d’ordre deux (ou stationnaire au sens large) si elle est du
second ordre, et si : {

t 7→ E(Xt) est constante ,
∀h, s, t ∈ Z, ΓX(t, s) = ΓX(t+ h, s+ h) .

Pour un processus stationnaire, on peut réécrire la fonction de covariance comme une fonction
d’une seule variable :

γX(h) = Cov(Xt, Xt+h) .

On définit alors la fonction d’autocorrélation ρX par :

ρX(h) =
γX(h)

γX(0)
,

avec
γX(0) = Var(X0) .

Par définition, on a donc ρX(0) = 1.

Définition 4.5 (Processus SLC) On dit qu’une série chronologique aléatoire est un proces-
sus SLC si elle est stationnaire au sens large et centrée.

Exemple 4.6 Le bruit blanc fort discret de la section 4.1 peut s’étendre en un processus SLC
si l’on considère une suite (Wt)t∈Z de variables aléatoires i.i.d de carré intégrable.

Par définition, un bruit blanc faible est un processus SLC X tel que pour tout h non nul,
γX(h) soit nul : à deux instants distincts, les valeurs du processus sont décorrélées. Dans la
suite de ce cours, le terme ”bruit blanc” fera référence à un bruit blanc faible, sauf mention
explicite du contraire.

Remarque 4.7 On peut définir aussi la stationnarité au sens strict : un processus X est stric-
tement stationnaire si les vecteurs (Xt, . . . , Xt+n−1) et (X0, . . . , Xn−1) ont même loi quels que
soient t dans Z et n dans N∗. La stationnarité au sens strict implique la stationnarité au sens
large si le processus est du second ordre, mais la réciproque n’est pas vraie, sauf lorsque X est
un processus gaussien, c’est à dire lorsque (Xt, . . . , Xt+n−1) est un vecteur gaussien pour tous
t dans Z et n dans N∗.
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Proposition 4.8 Soit X une série chronologique aléatoire non constante et stationnaire.
– ∀t ∈ Z, Var(Xt) = γX(0),
– ∀t ∈ Z, |γX(t)| 6 |γX(0)| et |ρX(t)| 6 1,
– ∀t ∈ Z, γX(−t) = γX(t) et ρX(−t) = ρX(t).

Exemple 4.9 Voir l’Exercice 2.1 du TD.

4.3 Retour sur la notion de stationnarité empirique

Dans la pratique, on observe une réalisation d’une série chronologique aléatoire. On a déjà,
dans la section 1.3, donné une définition (vague) de stationnarité empirique. Y a-t-il un lien
entre la définition de stationnarité théorique définie dans ce chapitre et la définition (vague) de
stationnarité empirique ? On aimerait pouvoir qualifier une série chronologique de stationnaire
(d’un point de vue empirique) s’il est vraisemblable qu’elle soit la réalisation d’un processus
stationnaire. Ceci suppose que l’on puisse dire quelque chose sur la loi du processus à partir
d’une seule réalisation, et fait donc l’hypothèse d’une certaine ergodicité du processus, et même
d’une mémoire courte par rapport à la longueur de la série puisque la réalisation est de longueur
finie.

Pour faire le lien entre les deux notions, on dira donc dans ce cours qu’une série chrono-
logique semble stationnaire lorsqu’il est vraisemblable qu’elle soit la réalisation d’un processus
stationnaire dont la mémoire est courte devant la longueur de la série.



24 CHAPITRE 4. PROCESSUS STATIONNAIRES



Chapitre 5

Filtrage linéaire et processus ARMA

Pour manipuler les séries chronologiques aléatoires, on utilisera essentiellement trois
opérations : addition de deux séries chronologiques, multiplication d’une série chronologique
par un nombre réel et image d’une série chronologique par l’opérateur retard. Cet opérateur,
noté B, consiste simplement à transformer une série par la même série, mais retardée dans le
temps d’une période d’échantillonnage. Autrement dit, si X est une série chronologique indexée
par Z, BX est encore une série chronologique indexée par Z, définie par :

(BX)t = Xt−1 .

On note aussi B−1 l’opérateur inverse de B :

(B−1X)t = Xt+1 .

On a bien sûr B−1(BX) = B(B−1X) = X. Pour k ∈ N, on note Bk l’opérateur qui consiste
à appliquer B k fois de suite. Notamment, B0 ne fait rien : B0X = X. Pour k dans N, B−k

désigne l’opérateur qui consiste à appliquer B−1 k fois de suite. Remarquons qu’alors :

(BkX)t = Xt−k .

En combinant les opérations décrites ci-dessus (addition de deux séries chronologiques, multi-
plication d’une série chronologique par un nombre réel et image d’une série chronologique par
l’opérateur retard), on obtient le filtrage linéaire.

5.1 Filtrage linéaire

Une façon simple d’obtenir de nouveaux processus SLC à partir de processus SLC est de les
filtrer linéairement.

Théorème 5.1 (Filtrage linéaire) Soit X un processus SLC et (ψk) une suite sommable de
nombres réels : ∑

k∈Z

|ψk| <∞ .

On note ψ(B) l’opérateur de filtrage défini par :

ψ(B) =
∑

k∈Z

ψkB
k .

Alors, le processus Y défini par :

∀t ∈ Z, Yt =
∑

k∈Z

ψkXt−k ,
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et noté ψ(B)X, est un processus SLC dont la covariance vaut :

∀h ∈ Z, γY (h) =
∑

j,k∈Z

ψjψkγX(h− j + k) .

Démonstration : On passe sous silence la démonstration de la convergence dans la définition de
Y . . . Comme la série

∑
i∈Z |ψi| converge, on peut inverser l’espérance et la somme dans ce qui

suit :
E(Yt) =

∑

k∈Z

ψkE(Xt−k) = 0,

donc Y est centré, et :

E(Yt+hYt) =
∑

j,k∈Z

ψjψkE(Xt+h−jXt−k) ,

=
∑

j,k∈Z

ψjψkγX(h− j + k) ,

qui ne dépend pas de t. Donc Y est stationnaire. �

Exemple 5.2 Le filtrage linéaire d’un bruit blanc donne un bruit “coloré” en général, c’est à
dire non blanc. Donnons un exemple. Soient θ1, . . . , θq des nombres réels, Z un bruit blanc de
variance σ2, et X un processus défini par :

Xt = Zt + θ1Zt−1 + . . .+ θqZt−q .

X est ce qu’on appelle un processus à moyenne mobile d’ordre q, en abrégé un MA(q) (MA
signifie moving average, i.e moyenne mobile). La covariance de X vaut, d’après le Théorème
5.1 :

∀h > 0, γX(h) = σ2
q−h∑

j=0

θjθj+h ,

en posant θ0 = 1.

R: filter()

5.2 Les processus ARMA

Les modèles ARMA sont des modèles stationnaires de dimension finie dont la covariance
approche une large famille de covariances.

Définition 5.3 (Processus ARMA) On dit qu’une série chronologique aléatoire X est un
processus ARMA(p, q) si X est un processus SLC et s’il existe un bruit blanc (faible) Zt et des
réels φ, . . . , φp, θ1, . . . , θq tels que :

∀t ∈ Z, Xt − φ1Xt−1 − ...− φpXt−p = Zt + θ1Zt−1 + ...+ θqZt−q , (5.1)

relation que l’on notera : φ(B)Xt = θ(B)Zt, où φ et θ sont les polynômes de degrés respectifs p
et q :

φ(z) = 1− φ1z − ...− φpz
p ,

θ(z) = 1 + θ1z + ...+ θqz
q ,
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et B est l’opérateur “retard” défini par :

BkXt = Xt−k .

Enfin, on dit que X est un ARMA(p, q) de moyenne m si le processus (Xt − m)t∈Z est un
ARMA(p, q) de moyenne nulle.

Exemple 5.4 On a déjà vu les processusMA(q) dans l’Exemple 5.2. Ce sont donc ceux obtenus
en prenant φ(z) = 1 dans la Définition 5.3. On définit aussi les processus autorégressifs d’ordre
p, en abrégé AR(p), comme les ARMA(p, q) pour lesquels θ(z) = 1. Autrement dit, les processus
stationnaires, centrés tels qu’il existe un bruit blanc faible Z et des réels φ, . . . , φp tels que :

∀t ∈ Z, Xt − φ1Xt−1 − ...− φpXt−p = Zt .

5.3 Rappels sur les nombres complexes

Les nombres complexes sont une extension des nombres réels (ils contiennent donc les
nombres réels). Leur ensemble est noté C. La construction des complexes se fait principale-
ment par l’adjonction d’un nombre “imaginaire” i tel que i2 = −1. Tout nombre complexe z
s’écrit alors de manière unique sous la forme a + ib où a et b sont deux réels. Le nombre a
est la partie réelle de z, notée Re(z) et b est la partie imaginaire de z, notée Im(z). Lorsque
Im(z) = 0, z est en fait un nombre réel. On définit aussi le module de z = a+ ib, noté |z|, par :

|z| =
√
a2 + b2 .

Cela correspond à la distance entre z et l’origine lorsqu’on représente le complexe a + ib par
le point de coordonnées (a, b) dans un plan, muni d’un repère orthonormé (on parle alors de
représentation dans le plan complexe). Lorsque z ∈ R, module et valeur absolue cöıncident.

Le point crucial que nous allons utiliser pour le moment est que C est algébriquement clos,
c’est à dire que tout polynôme de degré d à coefficients dans C (et donc notamment tout
polynôme de degré d à coefficients dans R) admet d racines dans C. Cela signifie que tout
polynôme de degré d à coefficients dans C se factorise en (i.e est égal à) un produit de d
polynômes de degré 1 à coefficients dans C.

Rappelons un résultat concernant la somme des séries géométriques, valable aussi pour les
nombres complexes : pour tout z ∈ C, si |z| < 1,

∞∑

k=0

zk =
1

1− z
(5.2)

Enfin, remarquons qu’on peut étendre la notion de processus SLC à des processus qui sont à
valeurs complexes au lieu d’être à valeurs réelles. Pour cela, on utilise la notion suivante de
covariance :

ΓX(t, s) = Cov(Xt, Xs) = E[(Xt − E(Xt))(Xt − E(Xt))] .

On peut ainsi définir le filtrage linéaire avec des coefficients complexes.

R: Re(), Im(), abs() ou Mod().
le nombre i s’obtient avec 1i.
Pour factoriser un polynôme : polyroot()
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5.4 Manipuler les séries d’opérateurs retard

Voici quelques règles qui permettront de manipuler sans trop de douleur les séries
d’opérateurs retard apparaissant dans les filtres linéaires que l’on rencontrera.

Soient α = (αk)k∈Z et β = (βk)k∈Z deux suites sommables de nombres complexes. Alors,
pour toute série chronologique X,

α(B)(β(B)X) = (α(B)β(B))X ,

avec :

α(B)β(B) =
∑

k∈Z

αkB
k
∑

l∈Z

βlB
l ,

=
∑

k,l∈Z

αkβlB
k+l ,

=
∑

n∈Z

∑

k,l∈Z

1Ik+l=nαkβlB
k+l ,

=
∑

n∈Z

Bn
∑

k,l∈Z

1Ik+l=nαkβl ,

=
∑

n∈Z

Bn
∑

k∈Z

αkβn−k .

Enfin, pour un ARMA X défini par :

φ(B)Xt = θ(B)Zt ,

avec Z un bruit blanc, on aimerait comprendre comment s’obtient la représentation de X en
filtrage linéaire de Z évoqué dans le Théorème 5.5. Pour comprendre ce qui peut se passer,
prenons un AR(1) :

Xt − φXt−1 = Zt ,

avec |φ| < 1. On a alors :

Xt =
∑

k>0

φkZt−k .

Formellement, cela revient à écrire :

Xt =
1

1− φB
Zt = (

∑

k>0

φkBk)Zt .

Mais si on a :
Xt − φXt−1 = Zt ,

avec |φ| > 1, alors la série
∑

k>0 φ
k diverge. On a néanmoins :

Xt =
1

φ
Xt+1 −

1

φ
Zt+1 .

D’où :
Xt = −

∑

k6−1

φkZt−k .

Formellement, cela revient à écrire :

Xt =
1

1− φB
Zt =

−φB
1− 1

φB

Zt = −φB


∑

k>0

(
1

φB

)k

Zt .
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On voit donc qu’il faut tenir compte de la valeur de φ, ou plus précisément des racines du
polynôme φ(B).

Par exemple, pour un AR(2) défini par :

φ(B)Xt = θ(B)Zt ,

avec φ(B) = (1−B/z1)(1−B/z2), où |z1| > 1 et |z2| > 1 et z1 6= z2. On a :

1

φ(B)
=

1

1−B/z1

1

1−B/z2
,

=


∑

k>0

Bk

zk1




∑

l>0

Bl

zl1


 ,

=
∑

n∈Z

Bn
n∑

k=0

1

zk1z
n−k
2

,

=
∑

n∈Z

Bn
n∑

k=0

1

zk1z
n−k
2

,

=
∑

n∈Z

Bn 1

zn2

n∑

k=0

(
z2
z1

)k

,

=
∑

n∈Z

Bn 1

zn2

(
z2
z1

)n+1
− 1

z2
z1

− 1
,

=
∑

n∈Z

Bn z
n+1
1 − zn+1

2

z1 − z2
,

5.5 Existence, causalité, inversibilité

Le théorème suivant montre que l’existence des processus ARMA est reliée aux racines
(dans C, voir le paragraphe 5.3) du polynôme z 7→ φ(z).

Théorème 5.5 (Existence d’un ARMA) Soient Z un bruit blanc, et :

φ(B) = 1− φ1B − ...− φpB
p ,

θ(B) = 1 + θ1B + ...+ θqB
q ,

tels que φ n’ait pas de racine de module 1. Alors, il existe un unique processus SLC X tel que :

∀t ∈ Z, φ(B)Xt = θ(B)Zt .

De plus, X est obtenu à partir de Z par un filtrage linéaire.

Démonstration : Admise. �

Deux notions liées à la relation (5.1) sont importantes en pratique. La première est celle
de causalité, et signifie que Xt peut s’obtenir uniquement à partir des valeurs de (Zs)s6t. D’un
point de vue logique, c’est quelque chose de souhaitable si le bruit Zs représente un aléa ayant
lieu au temps s. L’autre notion est celle d’inversibilité, et signifie que l’on peut reconstruire Zt

uniquement à partir des valeurs de (Xs)s6t. L’inversibilité est nécessaire pour avoir une chance
de pouvoir reconstruire (de manière approchée) le bruit blanc Z après avoir observé l’ARMA
jusqu’à un certain instant.

Dans la suite,X est un ARMA(p, q) et Z un bruit blanc vérifiant (5.1), c’est à dire φ(B)Xt =
θ(B)Zt.
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Définition 5.6 (Causalité) X est dit causal (par rapport à Z) s’il existe une suite sommable
de réels (ψk)k∈N telle que :

∀t ∈ Z, Xt =
+∞∑

k=0

ψkZt−k .

La proposition suivante montre qu’un ARMA est causal si et seulement si les racines du po-
lynôme z 7→ φ(z) sont en dehors du disque unité.

Proposition 5.7 (Critère de Causalité) X est causal (par rapport à Z) si et seulement si :

∀z ∈ C, |z| 6 1 ⇒ φ(z) 6= 0 .

Dans ce cas,

Xt =
+∞∑

k=0

ψkZt−k ,

avec, pour tout z complexe tel que |z| 6 1 :

ψ(z) =
+∞∑

k=0

ψkz
k =

θ(z)

φ(z)
.

Démonstration : On esquisse juste un sens, de manière non rigoureuse (cf. Théorème 3.1.1
page 85 de [3] pour une démonstration complète). Supposons que

∀z ∈ C, |z| 6 1 ⇒ φ(z) 6= 0 .

Cela signifie qu’il existe z1, . . . , zp des nombres complexes de module strictement supérieur à 1
tels que :

φ(z) =

p∏

i=1

(1− z

zi
) .

Donc :
θ(z)

φ(z)
= θ(z)

p∏

i=1

1

1− z
zi

.

Maintenant, d’après (5.2), pour tout z tel que |z| < |zi|,

1

1− z
zi

=

∞∑

k=0

(
z

zi

)k

.

Soit ρ = min{|zi|, i = 1, . . . , p} et z un nombre complexe tel que |z| < ρ. Alors,

θ(z)

φ(z)
= θ(z)

p∏

i=1

(
∞∑

k=0

(
z

zi

)k
)
.

En développant ce produit, on peut montrer qu’il existe alors une suite de réels (ψk)k>0 telle
que, pour tout z vérifiant |z| < ρ :

θ(z)

φ(z)
=

∞∑

k=0

ψkz
k ,

et telle que la convergence de la somme soit valable en module. Comme ρ < 1, on en déduit que
ψ est absolument sommable, et on peut formellement écrire :

Xt =
θ(B)

φ(B)
Zt =

∞∑

k=0

ψkB
kZt =

∞∑

k=0

ψkZt−k ,
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qui a bien un sens grâce au Théorème 5.1. �

Remarque 5.8 Pour un ARMA causal, les coefficients ψk peuvent être calculés récursivement
en développant l’identité :

(ψ0 + ψ1z + . . .)(1− φ1z − . . .− φpz
p) = 1 + θ1z + . . .+ θqz

q ,

et en identifiant les coefficiants des monômes de même degré. On obtient :

{
ψ0 = 1

ψj =
∑min{p,j}

k=1 φkψj−k + θj ∀j ∈ N∗ ,

où on a posé θj = 0 si j > q + 1.

Définition 5.9 (Inversibilité) X est dit inversible (par rapport à Z) s’il existe une suite
sommable de réels (λk)k∈N telle que :

∀t ∈ Z, Zt =
+∞∑

k=0

λkXt−k .

La proposition suivante montre qu’un ARMA est inversible si et seulement si les racines du
polynôme z 7→ θ(z) sont en dehors du disque unité.

Proposition 5.10 (Critère d’inversibilité) X est inversible si et seulement si :

∀z ∈ C, |z| 6 1 ⇒ θ(z) 6= 0 .

Dans ce cas,

Zt =
+∞∑

k=0

λkXt−k ,

avec, pour tout z complexe tel que |z| 6 1 :

λ(z) =
+∞∑

k=0

λkz
k =

φ(z)

θ(z)
.

Démonstration : Admise (cf. Théorème 3.1.2 page 86 de [3]). �

5.6 Calcul de la covariance théorique

On peut utiliser la méthode des équations aux différences pour calculer la fonction de cova-
riance théorique d’un ARMA causal.

Exemple 5.11 AR(1)

Proposition 5.12 (Méthode des équations aux différences) Soit X un ARMA(p, q)
causal, de covariance γ, piloté par un bruit blanc de variance σ2. On a alors :

γ(k)− φ1γ(k − 1)− . . .− φpγ(k − p) = σ2
∑q

j=k θjψj−k ∀0 6 k 6 q

= 0 ∀k > q + 1
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où les (ψk)k∈Z sont tels que :

∀|z| 6 1,
+∞∑

k=0

ψjz
j =

θ(z)

φ(z)
,

c’est à dire : {
ψ0 = 1

ψj =
∑min{p,j}

k=1 φkψj−k + θj ∀j ∈ N∗ ,

où on a posé θj = 0 si j > q + 1.

Démonstration : On part de l’équation de l’ARMA, valable pour tout t ∈ Z :

Xt − φ1Xt−1 − . . .− φpXt−p = Zt + θ1Zt−1 + . . .+ θqZt−q .

On la multiplie par Xt−k :

Xt−kXt − φ1Xt−kXt−1 − . . .− φpXt−kXt−p = Xt−kZt + θ1Xt−kZt−1 + . . .+ θqXt−kZt−q ,

puis on prend l’espérance :

E(Xt−kXt)− φ1E(Xt−kXt−1)− . . .− φpE(Xt−kXt−p)

= E(Xt−kZt) + θ1E(Xt−kZt−1) + . . .+ θqE(Xt−kZt−q) .

Pour les termes de droite, on remarque, en utilisant la Proposition 5.7 que :

E(Xt−kZt−j) =
∑

l>0

ψlE(Zt−k−lZt−j) =

{
ψj−kσ

2 si k 6 j
0 sinon

.

En remarquant enfin que E(Xt−kXt−j) = γX(j−k), on obtient exactement le résultat annoncé.

�

R: ARMAacf(ar=,ma=,lag.max=) calcule l’autocorrélation théorique d’un ARMA jusqu’au retard
lag.max

5.7 Simulation

On veut simuler un morceau de trajectoire X0, . . . , Xn−1 d’un ARMA(p, q) causal X donné
par :

∀t ∈ Z, Xt = φ1Xt−1 + . . .+ φpXt−p + Zt + θ1Zt−1 + . . .+ θqZt−q .

Le problème est celui de l’initialisation de X−p, . . . , X−1 lorsque p 6= 0. On adoptera la règle
suivante : on part de X−p = . . . = X−1 = 0, et on “grille” les k premières valeurs simulées,
avec :

k = p+

⌈
6

log r∗

⌉
,

où on a défini :

r∗ = min{|ρ| t.q. ρ racine de φ} .

R: arima.sim()



5.8. MOYENNE, AUTOCOVARIANCE ET AUTOCORRÉLATION EMPIRIQUES 33

5.8 Moyenne, autocovariance et autocorrélation empiriques

A partir d’une réalisation (x0, . . . , xn−1) d’un ARMA de moyenne m, peut-on accéder à la
moyenne m et à la fonction de covariance du processus ? Oui, au sens où on peut les estimer,
grâce aux propriétés de stationnarité et de mémoire courte de l’ARMA. Plus précisément, on
estime la moyenne m par la moyenne empirique

Xn =
1

n

n−1∑

t=0

Xt ,

l’autocovariance γX par l’autocovariance empirique (cf. section 1.2) :

∀h ∈ {0, . . . , n− 1}, γ̂(h) =
1

n

n−h−1∑

t=0

(Xt+h −Xn)(Xt −Xn) ,

et l’autocorrélation ρX par l’autocorrélation empirique :

∀h ∈ {0, . . . , n− 1}, ρ̂(h) =
γ̂(h)

γ̂(0)
.

Les bonnes propriétés de convergence de ces estimateurs seront énoncées au paragraphe 7.1. On
trouvera à la Figure 5.1 un exemple d’estimation de l’autocorrélation empirique d’un AR(2),
comparé à l’autocorrélation théorique.
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Figure 5.1 – Simulation d’un AR(2) et tracé de l’acf théorique et empirique
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Chapitre 6

Prédiction linéaire

Un objectif fréquemment rencontré dans l’analyse des séries chronologiques est celui de
prédire les valeurs futures d’une série. Dans ce chapitre, nous allons résoudre ce problème pour
une série chronologique aléatoire de moyenne et covariances connues en nous restreignant à la
prédiction linéaire.

Exemple 6.1 On peut reprendre l’exemple au début de cette partie, qui correspondait à une
variante non stationnaire de l’AR(1) :

{
Y0 = 0
Yn = φYn−1 + Zn ∀n > 1

où (Zn)n>1 est une suite i.i.d de variables aléatoires gaussiennes centrées de variance σ2 > 0
et |φ| < 1. Nous avions vu qu’il était naturel, ayant observé Y0, . . . , Yn−1, de prédire Yn par
φYn−1. De la même manière, si on veut prédire Yn+h−1, on a envie de proposer φhYn−1. Nous
allons voir plus bas que ce sont effectivement de bons choix.

6.1 Rappels sur la projection orthogonale dans Rd

Soit V un sous-espace vectoriel de Rd. On suppose que Rd est muni du produit scalaire
usuel :

〈x, y〉 =
d∑

i=1

xiyi ,

d’où on tire la norme euclidienne :

‖x‖ =
√
〈x, x〉 =

√√√√
d∑

i=1

x2i .

Soit y un élément de Rd. Il existe un unique élément de V qui soit le plus proche possible de
y au sens de la norme euclidienne. Cet élément est appelé projection orthogonale de y sur V ,
noté ΠV (y) et il est caractérisé par les propriétés suivantes (parmi tous les éléments de Rd) :

{
ΠV (y) ∈ V
∀h ∈ V, 〈y, h〉 = 〈ΠV (y), h〉 .

6.2 Prédiction linéaire

On suppose données (X1, . . . , Xn, Y ) des variables aléatoires de carré intégrable, définies
sur un même espace de probabilité (Ω,F). On va chercher à prédire Y de manière linéaire

35
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en fonction de (X1, . . . , Xn) en mesurant la qualité de la prédiction par la norme L2 (celle
de l’écart quadratique moyen). Pour être plus précis, notons Vect(X1, . . . , Xn) l’ensemble des
combinaisons linéaires de X1, . . . , Xn :

Vect(X1, . . . , Xn) = {λ1X1 + . . .+ λnXn t.q. λ1, . . . , λn ∈ R} .

On veut donc trouver Y ∗ dans Vect(X1, . . . , Xn) tel que :

E[(Y − Y ∗)2] = min
Y ′∈Vect(X1,...,Xn)

E[(Y − Y ′)2] .

Le but poursuivi est analogue à celui de la section 6.1, mais dans un espace vectoriel différent
de Rd. En effet, notons E = L2(Ω,F) l’ensemble des variables aléatoires de carrés intégrables,
définies sur (Ω,F). E est alors un espace vectoriel, et la formule suivante définit un produit
scalaire sur E :

∀U1, U2 ∈ E, 〈U1, U2〉 = E[U1U2] ,

la norme associée étant :

∀U1 ∈ E, ‖U1‖ =
√
E[U2

1 ] .

On voit alors que le but recherché est, en notant V = Vect(X1, . . . , Xn), qui est un sous-espace
vectoriel de E, de trouver l’élément de V le plus proche de Y au sens de la norme définie ci-
dessus. C’est donc un problème de projection orthogonale au sens du produit scalaire ci-dessus.

Si on suppose connus ΓX , la matrice de covariance du vecteur aléatoire (X1, . . . , Xn) et les
valeurs de E(XjY ), pour j allant de 1 à n, alors la proposition suivante nous donne la solution
de la prédiction linéaire de Y par X1, . . . , Xn.

Proposition 6.2 (Prédiction linéaire) Il exite une unique variable aléatoire Y ∗ solution de :

Y ∗ ∈ Vect(X1, . . . , Xn) et E[(Y − Y ∗)2] = min
Y ′∈Vect(X1,...,Xn)

E[(Y − Y ′)2] . (6.1)

On l’appelle le meilleur prédicteur linéaire de Y sachant X1, . . . , Xn et on le note
P (Y |X1, . . . , Xn). De plus, (6.1) est équivalente à :

Y ∗ ∈ Vect(X1, . . . , Xn) et ∀j = 1, . . . , n, E(XjY ) = E(XjY
∗) .

Enfin, pour tout (α1, . . . , αn) dans Rn,

P (Y |X1, . . . , Xn) = α1X1 + . . . , αnXn ⇐⇒ ΓX




α1

...
αn


 =




E(X1Y )
...

E(XnY )


 .

De plus, si Y ∗ = P (Y |X1, . . . , Xn) = α∗
1X1 + . . .+ α∗

nXn,

E[(Y − Y ∗)2] = E[Y 2]− (α∗)TΓXα
∗ .

Démonstration : On accepte l’existence. On définit la fonction suivante :

Φ :

{
Rn → R+

α 7→ E[(
∑n

i=1 αiXi − Y )2]
.

Cette fonction est différentiable en α. Cherchons ses points critiques, c’est à dire les valeurs α
qui annulent toutes les dérivées partielles. On rappelle que si Φ admet un minimum, ce minimum
est nécessairement un point critique. Pour j ∈ {1, . . . , n}, on a :

∂Φ

∂αj
= 2E[(

n∑

i=1

αiXi − Y )Xj ] .
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Ainsi, α est un point critique de Φ si et seulement si :

∀j ∈ {1, . . . , n}, E[
n∑

i=1

αiXiXj ] = E[Y Xj ] ,

ce qui est équivalent à :

ΓX




α1

...
αn


 =




E(X1Y )
...

E(XnY )


 ,

ou encore à :

∀h ∈ Vect(X1, . . . , Xn), E[h
n∑

i=1

αiXi] = E[hY ] . (6.2)

Notons maintenant Ψ la fonction que l’on veut minimiser, à savoir :

Ψ :

{
Vect(X1, . . . , Xn) → R+

Y ′ 7→ E[(Y ′ − Y )2]
.

Soit α∗ vérifiant (6.2), et h ∈ Vect(X1, . . . , Xn). On a alors, en développant les carrés et en
simplifiant :

Ψ(
n∑

i=1

α∗
iXi + h)−Ψ(

n∑

i=1

α∗
iXi) = E[h2 + 2h(

n∑

i=1

α∗
iXi − Y )] ,

= E[h2] ,

grâce à (6.2). On en déduit que Ψ(
∑n

i=1 α
∗
iXi) est un minimum pour Ψ, et de plus que ce

minimum est atteint en l’unique point
∑n

i=1 α
∗
iXi. Il ne reste alors qu’à démontrer la dernière

relation. En notant Y ∗ =
∑n

i=1 α
∗
iXi, et en remarquant que E[Y Y ∗] = E[(Y ∗)2] d’après (6.2),

E[(Y − Y ∗)2] = E[Y 2]− 2E[Y Y ∗] + E[(Y ∗)2] ,

= E[Y 2]− E[(Y ∗)2] ,

= E[Y 2]− E[(
n∑

i=1

α∗
iXi)

2] ,

= E[Y 2]− E[
∑

16i,j6n

α∗
iα

∗
jXiXj ] ,

= E[Y 2]−
∑

16i,j6n

α∗
iα

∗
jE[XiXj ] ,

= E[Y 2]− (α∗)TΓXα
∗ .

�

R: solve() pour résoudre un système linéaire.

Exemple 6.3 Voir l’exercice de TD 3.1.

Enfin, la proposition suivante donne une relation très utile entre la prédiction de Y sachant
X1, . . . , Xn et la prédiction de Y sachant X1, . . . , Xn−1.

Proposition 6.4 On définit In comme l’erreur de prédiction de Xn sachant X1, . . . , Xn−1 :

In = Xn − P (Xn|X1, . . . , Xn−1) .

Alors :
P (Y |X1, . . . , Xn) = P (Y |X1, . . . , Xn−1) + P (Y |In) .
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Démonstration : Comme In est othogonal (au sens L2) à Vect(X1, . . . , Xn−1), c’est un résultat
classique de projection orthogonale. Montrons-le tout de même à la main. Il suffit de montrer
que :

∀h ∈ Vect(X1, . . . , Xn),E[h(P (Y |X1, . . . , Xn−1) + P (Y |In))] = E[hY ] . (6.3)

Remarquons que tout h de Vect(X1, . . . , Xn) peut s’écrire sous la forme :

h =
n−1∑

i=1

αiXi + αnIn .

De plus, In est orthogonal à Vect(X1, . . . , Xn). Ainsi,

E[Y h] = E[Y
n−1∑

i=1

αiXi] + E[Y αnIn] ,

= E[P (Y |X1, . . . , Xn−1)
n−1∑

i=1

αiXi] + E[P (Y |In)αnIn] ,

= E[(P (Y |X1, . . . , Xn−1) + P (Y |In))(
n−1∑

i=1

αiXi + αnIn)] ,

= E[(P (Y |X1, . . . , Xn−1) + P (Y |In))h] ,

ce qui montre (6.3). �

6.3 Application aux processus SLC

Soit X un processus SLC de covariance γ. Un objectif important dans l’étude des séries
chronologiques est de prédire Xn+h−1, avec h > 1 lorsqu’on a observé X0, . . . , Xn−1. C’est ce
qu’on appelle la prédiction à h pas. La Proposition 6.2 donne alors les résultats suivants.

6.3.1 Prédiction à 1 pas

On pose

X∗
n = P (Xn|X0, . . . , Xn−1) ,

= φn,1Xn−1 + . . .+ φn,nX0 ,

et vn = Var(Xn −X∗
n). En notant :

Φn =




φn,1
...

φn,n


 γn =




γ(1)
...

γ(n)


 ,

et Γn la matrice de covariance du vecteur (X0, . . . , Xn−1) (Γn(i, j) = γ(i − j)), on obtient le
système suivant, à résoudre pour calculer Φn et vn :

{
ΓnΦn = γn
vn = γ(0)− γTnΦn

. (6.4)
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6.3.2 Prédiction à h pas

On pose :

P (Xn+h−1|X0, . . . , Xn−1) = φ
(h)
n,1Xn−1 + . . .+ φ(h)n,nX0 ,

et v
(h)
n = Var(Xn+h−1 − P (Xn+h−1|X0, . . . , Xn−1)).

Φ(h)
n =




φ
(h)
n,1
...

φ
(h)
n,n


 γ(h)n =




γ(h)
...

γ(n+ h− 1)


 .

On obtient alors le système suivant, à résoudre pour calculer Φ
(h)
n et v

(h)
n :

{
ΓnΦ

(h)
n = γ

(h)
n

v
(h)
n = γ(0)− (γ

(h)
n )TΦ

(h)
n

.

Exemple 6.5 Supposons que X soit un AR(1) défini par :

Xt = φXt−1 + Zt ,

avec |φ| < 1 et Z un bruit blanc de variance σ2. On a alors, pour tout k > 0 :

γ(k) =
σ2

1− φ2
φk .

Donc

Γn =
σ2

1− φ2




1 φ . . . φn−1

φ 1 . . . φn−2

...
...

. . .
...

φn−1 φn−2 . . . 1




et

γ(h)n =
σ2

1− φ2




φh

...
φn+h−1


 .

Il faut alors résoudre le système (6.4). Il est clair que la solution suivante marche :

Φ(h)
n =




φh

0
...
0




ce qui donne :
P (Xn+h−1|X0, . . . , Xn−1) = φhXn−1 ,

et v
(h)
n = σ2(1−φ2h)

1−φ2 .

Pour finir, voici une proposition bien utile : pour les processus stationnaires dont la cova-
riance tend vers 0 à l’infini, les matrices Γn sont toujours inversibles.

Proposition 6.6 Soit X un processus stationnaire (au sens large) tel que :
– γX(0) > 0,
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– et γX(h) −−−−→
h→+∞

0.

Alors, pour tout n > 1, la matrice Γn définie par :

∀1 6 i, j 6 n, Γn(i, j) = γX(i− j) ,

est inversible.

Démonstration : Admise (cf. Proposition 5.1.1 page 167 de [3]). �

6.4 Projection sur tout le passé pour un ARMA causal et in-
versible

Il est parfois commode d’avoir une approximation de la prédiction, plus facile à calculer “de
tête” que celle obtenue dans la section 6.3.

Définition 6.7 Soit X un ARMA causal et inversible. Soit HX
n = Vect((Xt)t6n) le passé

linéaire du processus X. On note P (Xn|HX
n−1) la projection, au sens L2, de Xn sur HX

n−1. On
l’appelle prédiction de Xn sachant HX

n−1 et elle est cractérisée par :

{
P (Xn|HX

n−1) ∈ HX
n−1

∀t 6 n− 1, E(XtXn) = E(XtP (Xn|HX
n−1))

La proposition suivante donne la valeur de la prédiction à un pas pour un ARMA en fonction
de tout son passé.

Proposition 6.8 Soit X un ARMA causal et inversible, défini par :

∀t ∈ Z, φ(B)Xt = θ(B)Zt .

Alors, pour tout n ∈ Z, HX
n = HZ

n . De plus, si :

∀t ∈ Z, Zt =
∑

j>0

λjXt−j ,

alors,

P (Xn|HX
n−1) = −

∑

j>1

λjXn−j = Xn − Zn .

Démonstration : Comme X est inversible, il existe une suite de réels λk tels que :

∀t ∈ Z, Zt =
∑

j>0

λjXt−j ,

avec λ0 = 1. On voit ainsi que Zt ∈ HX
n pour tout t 6 n. Donc HZ

n ⊂ HX
n . D’un autre côté,

comme X est causal, il existe une suite ψk telle que :

∀t ∈ Z, Xt =
∑

k>0

ψkZt−k ,

et donc Xt ∈ HZ
n pour tout t 6 n. Donc HX

n ⊂ HZ
n . Posons :

Yn = −
∑

j>1

λjXn−j .
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On a alors Yn ∈ HX
n−1, mais aussi, Yn = Xn − Zn. Soit k 6 n− 1, on a alors :

E(YnXk) = E(XnXk)− E(ZnXk) ,

il reste donc à montrer que E(ZnXk) = 0. Mais comme Z est un bruit blanc, E(ZnW ) = 0 pour
toute v.a. W appartenant à HZ

n−1. Or Xk ∈ HZ
n−1 pour tout k 6 n− 1, d’après ce qu’on vient

de montrer (la causalité suffit pour cela). �

Bien sûr, en pratique, on n’observe jamais tout le passé d’un ARMA, et si l’on veut utiliser
la Proposition 6.8, on est amené à tronquer la somme infinie

∑
j>1 πjXn−j , ce qui donne un

résultat correct lorsque n est grand. Si on veut un calcul exact lorsqu’on ne dispose que d’un
nombre fini d’observations, il faut utiliser les formules de la section 6.3.1. Si on doit faire ce calcul
pour plusieurs valeurs de n, l’inversion de ΓX étant coûteuse, on peut utiliser un algorithme
récursif comme le filtre de Kalman, cf. section 8.

6.5 Autocorrélation partielle

Définition 6.9 (Corrélation partielle) Si X, Y sont deux variables aléatoires réelles, et U
un vecteur aléatoire, on définit la corrélation partielle de X et Y sachant U , notée ρ(X,Y |U),
comme la corrélation entre les résidus de la prédiction de X sachant U et de la prédiction de
Y sachant U :

ρ(X,Y |U) =
Cov(X − P (X|U), Y − P (Y |U))√
Var(X − P (X|U))Var(Y − P (Y |U))

.

Définition 6.10 (Fonction d’autocorrélation partielle) La fonction d’autocorrélation
partielle d’un processus SLC X, notée αX , est définie par :

∀h ∈ Z, αX(h) = ρ(Xt, Xt+h|Xt+1, . . . , Xt+h−1) ,

qui ne dépend pas de t, car X est stationnaire.

Proposition 6.11 Soit X un processus SLC tel que :
– γX(0) > 0,
– et γX(h) −−−−→

h→+∞
0.

Avec les notations de la section 6.3.1, on a :

αX(h) = φhh .

Démonstration : Tout d’abord, comme E[P (Y |U)(X − P (X|U))] = 0, on a pour tous X, Y et
U comme dans la Définition 6.9,

ρ(X,Y |U) =
Cov(X − P (X|U), Y )√

Var(X − P (X|U))Var(Y − P (Y |U))
.

Maintenant, soit X un processus SLC. Comme X est centré, on a :

αX(h) =
E[(Xt+h − P (Xt+h|Xt+h−1, . . . , Xt+1))Xt]√

Var[Xt+h − P (Xt+h|Xt+h−1, . . . , Xt+1)]Var[Xt − P (Xt|Xt+h−1, . . . , Xt+1)]
.

En utilisant la Proposition 6.4 :

P (Xt+h|Xt+h−1, . . . , Xt) = P (Xt+h|Xt+h−1, . . . , Xt+1) + P (Xt+h|I) ,

où :
I = Xt − P (Xt|Xt+h−1, . . . , Xt+1) .
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Il existe un coefficient β tel que :

P (Xt+h|I) = βI = βXt − βP (Xt|Xt+h−1, . . . , Xt+1) .

Donc :

P (Xt+h|Xt+h−1, . . . , Xt) = βXt + une combinaison linéaire en Xt+h−1, . . . , Xt+1

Or, par définition,

P (Xt+h|Xt+h−1, . . . , Xt) = φh,1Xt+h−1 + . . .+ φh,hXt .

D’après la Proposition 6.6, les coefficients φh,i sont uniquement déterminés, donc on en déduit
que β = φh,h. On a donc :

E[(Xt+h − P (Xt+h|Xt+h−1, . . . , Xt+1))Xt]

= E[(Xt+h − P (Xt+h|Xt+h−1, . . . , Xt))Xt] + E[P (Xt+h|I)Xt] ,

= 0 + E[φh,h(Xt − P (Xt|Xt+h−1, . . . , Xt+1))Xt] ,

= φh,hVar[Xt − P (Xt|Xt+h−1, . . . , Xt+1)] .

Enfin, comme X est stationnaire,

Var[Xt − P (Xt|Xt+h−1, . . . , Xt+1)] = Var[Xt+h − P (Xt+h|Xt+h−1, . . . , Xt+1)] ,

et il suffit de recoller les bouts. �

6.6 Caractérisation des AR et des MA

Voici un résultat qui sera crucial quand viendra l’heure d’estimer l’ordre d’un ARMA (cf.
section 7.4).

Proposition 6.12 Soit X un processus ARMA.

1. X est un AR(p) si et seulement si αX(h) = 0 pour tout h > p.

2. X est un MA(q) si et seulement si ρX(h) = 0 pour tout h > q.

Démonstration :

1. Il est clair que si X est un AR(p), alors αX(h) = 0 pour tout h > p. Traitons la réciproque,
supposons que αX(h) = 0 pour tout h > p. Pour h = p+ 1, on en déduit :

P (Xt|Xt−1, . . . , Xt−p−1) ∈ Vect(Xt−1, . . . , Xt−p) .

Donc :
P (Xt|Xt−1, . . . , Xt−p−1) = P (Xt|Xt−1, . . . , Xt−p) .

De même, pour tout h > p, on obtient :

P (Xt|Xt−1, . . . , Xt−h−1) ∈ Vect(Xt−1, . . . , Xt−h) ,

et donc :
P (Xt|Xt−1, . . . , Xt−h−1) = P (Xt|Xt−1, . . . , Xt−h) .

Ce qui donne par récurrence, pour tout h > p

P (Xt|Xt−1, . . . , Xt−h) = P (Xt|Xt−1, . . . , Xt−p) .
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On pose alors :
Zt := Xt − P (Xt|Xt−1, . . . , Xt−p) .

On aura fini si on montre que Zt est un bruit blanc. Mais on a, pour k > 1 :

E(ZtZt−k) = E[(Xt − P (Xt|Xt−1, . . . , Xt−p))(Xt−k − P (Xt−k|Xt−k−1, . . . , Xt−k−p))] ,

= E[(Xt − P (Xt|Xt−1, . . . , Xt−k−p))(Xt−k − P (Xt−k|Xt−k−1, . . . , Xt−k−p))] ,

= 0 ,

puisque Xt−k ∈ Vect(Xt−1, . . . , Xt−k−p) et Vect(Xt−k−1, . . . , Xt−k−p) ⊂
Vect(Xt−1, . . . , Xt−k−p).

2. Il est clair que siX est unMA(q), alors ρX(h) = 0 pour tout h > q. Supposons maintenant
que ρX(h) = 0 pour tout h > q. On peut écrire :

Xt =
∑

k>0

ψkZt−k ,

où Z est un bruit blanc de variance σ2 > 0 et ψ est absolument sommable et vérifie
ψ0 = 1. Par conséquent, pour tout k > 0,

ψk =
1

σ2
E[XtZt−k] .

On sait aussi que HX
n = HZ

n pour tout n ∈ Z. Par conséquent, Zt−k ∈ HX
t−k. Comme, par

hypothèse,
E(XtXt−k) = 0

pour tout k > q, on en déduit que :

E(XtZt−k) = 0

pour tout k > q. Donc, ψk = 0 pour tout k > q, et ainsi, X est un MA(q).

�
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Chapitre 7

Statistique sur les ARMA

Le but de ce chapitre est d’énoncer la marche à suivre ainsi que les résultats théoriques
concernant l’estimation des paramètres d’un processus ARMA. Plus précisément, on observe
n valeurs consécutives (X1, . . . , Xn) d’un ARMA(p, q) causal de moyenne non nécessairement
nulle m :

φ(B)(X −m)t = θ(B)Zt ,

avec Z un bruit blanc i.i.d de variance σ2 > 0. En général, m, p et q sont inconnus, ainsi que
β = (φ1, . . . , φp, θ1, . . . , θq) et σ

2. On veut pouvoir :

– estimer p et q,
– estimer m, β et σ2,
– prédire Xn, . . . , Xn+h−1, assortis d’intervalles de confiance.

Aucun des résultats théoriques de ce chapitre ne sera démontré. Une référence possible est [3],
section 10.8, page 375.

7.1 Moyenne, autocovariance et autocorrélation empiriques

Nous donnons d’abord des résultats de convergence pour les estimateurs empiriques de la
moyenne et de l’autocorrélation. Ces résultats permettent d’obtenir des intervalles de confiance
pour la moyenne et l’autocorrélation théoriques d’un ARMA.

7.1.1 Moyenne empirique

On note Xn = 1
n

∑n
i=1Xi la moyenne empirique.

Proposition 7.1
√
n(Xn −m)

L−−−→
n→∞

N (0, s2) ,

où :

s2 =
∑

h∈Z

|γX(h)| .

7.1.2 Autocovariance et autocorrélation empiriques

On estime l’autocovariance γX par :

∀h ∈ {0, . . . , n− 1}, γ̂(h) =
1

n

n−h∑

i=1

(Xi+h −Xn)(Xi −Xn) ,

45
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Noter que la normalisation (par n et non n− h) n’est pas la même qu’au paragraphe 5.8. Ceci
assure que la matrice Γ̂h définie au paragraphe 7.2.1 soit inversible. On estime l’autocorrélation
ρX par :

∀h ∈ {0, . . . , n− 1}, ρ̂(h) =
γ̂(h)

γ̂(0)
.

Proposition 7.2 Soit ρ la fonction d’autocorrélation de X. Soit h fixé dans N∗ et :

ρ̂h =




ρ̂(1)
...

ρ̂(h)


 ρh =




ρ(1)
...

ρ(h)


 .

Alors, √
(n)(ρ̂h − ρh)

L−−−→
n→∞

N (0,Σ) ,

où :

∀i, j ∈ {1, . . . , h}, Σi,j =
+∞∑

l=1

[ρ(l + i) + ρ(l − i)− 2ρ(l)ρ(i)].[ρ(l + j) + ρ(l − j)− 2ρ(l)ρ(j)] .

7.2 Estimation des paramètres d’un ARMA d’ordre connu

7.2.1 Méthode des moments pour un AR

On pose :

Γ̂h =




γ̂(0) γ̂(1) . . . γ̂(h− 1)
γ̂(1) γ̂(0) . . . γ̂(h− 2)
...

...
. . .

...
γ̂(h− 1) γ̂(h− 2) . . . γ̂(0)




γ̂h =




γ̂(1)
...

γ̂(h)


 .

Si γ̂(0) 6= 0, Γ̂h est inversible et on note Φ̂h le vecteur :

Φ̂h =




φ̂h,1
...

φ̂h,h


 ,

unique solution du système :

Γ̂hΦ̂h = γ̂h .

7.2.1.1 PACF empirique

Définition 7.3 L’auocorrélation partielle empirique α̂ est définie par :

∀h ∈ {1, . . . , n− 1}, α̂(h) = φ̂hh .
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7.2.1.2 Le cas d’un AR(p) causal

On estime φ = (φ1, . . . , φp) par φ̂ = (φ̂p1, . . . , φ̂pp) et σ
2 par :

σ̂2 = γ̂(0)− (γ̂p)
T Φ̂ .

Proposition 7.4

σ̂2
P−−−−−→

n→+∞
σ2 ,

et : √
n(φ̂− φ)

L−−−−−→
n→+∞

N (0, σ2Γ−1
p ) ,

7.2.2 Estimation d’un ARMA gaussien par maximum de vraisemblance

On rappelle que β = (φ1, . . . , φp, θ1, . . . , θq). On suppose qu’on observe n valeurs consécutives
(X1, . . . , Xn) d’un ARMA(p, q) causal de moyenne nulle :

φ(B)Xt = θ(B)Zt ,

avec Z un bruit blanc gaussien i.i.d de variance σ2 > 0. X = (X1, . . . , Xn) est alors un vecteur
gaussien de moyenne nulle. On peut montrer que l’estimateur du maximum de vraisemblance
est asymptotiquement gaussien :

Proposition 7.5
√
n(β̂ − β)

L−−−→
n→∞

Np+q(0, V (β)) ,

où :

σ2V (β)−1 =

(
Covβ(

−→
U ) Covβ(

−→
U ,

−→
V )

Covβ(
−→
V ,

−→
U ) Covβ(

−→
V )

)

avec :

−→
U =




U1

...
Up




−→
V =




V1
...
Vq


 ,

et : {
Ut = φ1Ut−1 + . . .+ φpUt−p + Zt

Vt = −θ1Vt−1 − . . .− θqVt−q + Zt

Enfin,
√
n

(
σ̂2

σ2
− 1

)
L−−−→

n→∞
N (0, 1) .

7.2.3 Pseudo-vraisemblance gaussienne

Même si l’ARMA n’est pas gaussien, on peut utiliser le résultat précédent pour estimer
(β, σ2) par les mêmes (β̂, σ̂2). On suppose donc que X est un ARMA(p, q) causal :

φ(B)Xt = θ(B)Zt ,

avec Z un bruit blanc i.i.d de variance σ2 > 0. Alors, les conclusions de la Proposition 7.5 sont
toujours valables.
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7.3 Validation

La validation du modèle s’effectuera en examinant les rédidus standardisés :

∀i ∈ {1, . . . , n}, Ẑi =
Ii(β̂)√
σ̂2vi(β̂)

.

1. Si le bruit blanc Zt est un bruit blanc i.i.d, ces résidus doivent être approximativement
i.i.d. Si le bruit blanc Zt est un bruit blanc i.i.d gaussien, ces résidus doivent être approxi-
mativement i.i.d N (0, 1).

2. On examine la fonction d’autocorrélation empirique ρ̂Z des résidus standardisés sur une
vingtaine ou une trentaine de valeurs. Si l’hypothèse sur l’ordre (p, q) est bonne, et que le
bruit blanc Zt est un bruit blanc i.i.d, (ρ̂Z(1), . . . , ρ̂Z(h)) forment approximativement un
vecteur de gaussiennes i.i.d de loi N (0, 1n).

3. On effectue un test de Ljung-Box. La statistique de Ljung-Box est :

QLB = n(n+ 2)
K∑

k=1

ρ̂Z(k)

n− k
,

où K est à choisir. Si l’hypothèse sur l’ordre (p, q) est bonne, et que le bruit blanc Zt est
un bruit blanc i.i.d, QLB doit suivre approximativement une loi du chi-deux à K − p− q
degrés de liberté. On rejettera notre modèle au niveau asymptotique α si :

QLB > q1−α,K−p−q ,

où q1−α,K−p−q est le quantile d’ordre 1 − α de la loi du chi-deux à K − p − q degrés
de liberté. En pratique, on prend en général K valant entre 10 et 30. Lorsqu’on veut se
prémunir contre une possible saisonnalité conservée dans les résidus, on prend souvent K
valant une ou deux fois la valeur de la période.

Enfin, on considèrera notre modèle comme validé s’il passe ces trois épreuves. Remarquons pour
finir qu’il y a des cas où on peut craindre un défaut particulier de notre modèle qui serait de
ne pas inclure un certain degré de liberté supplémentaire (par exemple, on ajuste un AR(4),
mais on se demande si on n’aurait pas plutôt affaire à un AR(6) avec φ5 = 0). Dans ce genre
de cas, il est bien sûr conseillé d’ajuster le modèle le plus grand, puis de tester l’appartenance
au sous-modèle, par exemple en testant la nullité de certains coefficients (i.e ajuster un AR(6)
avec φ5 = 0 dans notre exemple, puis tester φ6 = 0).

R: residuals() permet de récupérer les résidus d’un ajustement avec arima().
qqnorm() et qqlines() pour inspecter la normalité des résidus.
Box.test(type=”Ljung-Box”) pour le test de Ljung-Box, avec les options “fitdf” pour donner le
nombre de paramètres estimés (en général p+ q) et “lag” pour préciser la valeur de K.

7.4 Détermination de l’ordre d’un ARMA

7.4.1 Détermination de l’ordre d’un AR

Un AR(p) est caractérisé par αX(h) = 0 pour tout h > p (cf. Proposition 6.12). D’après
l’asymptotique de la pacf empirique (cf. Proposition 7.4), on peut déduire que si X est un
AR(p), alors pour tout h > p, α̂(h) doit se comporter comme une gaussienne N (0, 1n). On
estimera p par :

p̂ = min

{
p > 0 t.q. ∀h > p+ 1, α̂(h) ∈

[
−1.96√

n
,
1.96√
n

]}
.



7.5. PRÉDICTION DE VALEURS FUTURES 49

En fait, le “∀h > p + 1” est un peu trop demandé, on tolèrera quelques faibles dépassements.
On n’oublie pas de valider le modèle (section 7.3). Si le modèle n’est pas validé, on peut essayer
d’augmenter la valeur de p̂.

R: pacf()

7.4.2 Détermination de l’ordre d’un MA

Un MA(q) est caractérisé par ρX(h) = 0 pour tout h > q (cf. Proposition 6.12). D’après
l’asymptotique de l’autocorrélation empirique (cf. Proposition 7.2), on en déduit que si X est
un MA(q), alors pour tout h > q, ρ̂(h) doit se comporter comme une gaussienne :

N (0,
1

n
(1 + 2ρ2(1) + . . .+ 2ρ2(q))) .

On estimera donc q par :

q̂ = min



q > 0 t.q. ∀h > q + 1, ρ̂(h) ∈


−

1.96
√
σ̂2q

√
n

,
1.96

√
σ̂2q

√
n





 ,

avec :
σ̂2q = 1 + 2ρ̂2(1) + . . .+ 2ρ̂2(q)

En fait, le “∀h > q + 1” est un peu trop demandé, on tolèrera quelques faibles dépassements.
On n’oublie pas de valider le modèle (section 7.3). Si le modèle n’est pas validé, on peut essayer
d’augmenter la valeur de q̂.

R: acf() avec l’option ci.type="ma".

7.4.3 Détermination de l’ordre d’un ARMA

On recherche l’ordre (p̂, q̂) de telle sorte que p̂+q̂ soit le plus petit possible, tout en conservant
un modèle validé. Pour cela, on adoptera la démarche suivante :

1. On fait l’hypothèse qu’on a un AR pur, et on identifie p̂1 comme dans la section 7.4.1.

2. On fait l’hypothèse qu’on a un MA pur, et on identifie q̂1 comme dans la section 7.4.2.

3. On essaie de réduire le nombre de paramètres. Pour cela, on pose M̂ = max{p̂1, q̂1}, et
on cherche (recherche exhaustive ou à tâtons) un modèle (p̂, q̂) parmi les (p, q) tels que

p + q 6 M̂ . On s’efforcera de trouver (p̂, q̂) tel que p̂ + q̂ soit le plus petit possible, tout
en conservant un modèle validé. Si nécessaire, on peut utiliser un critère comme le critère
AIC pour distinguer plusieurs modèles à peu près équivalents (il faut alors garder celui
qui a l’AIC minimal).

7.5 Prédiction de valeurs futures

Une fois qu’on dispose d’un modèle ARMA(p, q) validé, on peut l’utiliser pour prédire les
valeurs futures : on agira comme pour prédire un ARMA de paramètre β̂, σ̂2, avec les variances
des erreurs de prédiction associées. Si on suppose le bruit gaussien, on donnera des intervalles
de confiance gaussiens. Sinon, on pourra utiliser une estimation empirique des quantiles des
erreurs de prédiction.

R: predict() ou predict.Arima() sur une sortie d’arima()
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Troisième partie

Modèles de séries chronologiques
non stationnaires
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Maintenant que nous disposons d’un modèle simple de bruit corrélé, les ARMA du chapitre
5, nous allons l’utiliser comme base pour construire des modèles plus complexes, notamment
des modèles de séries chronologiques non stationnaires.

Nous commencerons dans le chapitre 8 par présenter une représentation très utile, valable
pour certains modèles : le modèle d’état. C’est en fait une représentation par châıne de Markov
linéaire qui permet de calculer récursivement (grâce au filtre de Kalman) des quantités essen-
tielles comme les valeurs successives des prédictions linéaires. Les ARMA, mais aussi certaines
de leurs généralisations, les modèles à fonction de transfert, les ARIMA et SARIMA, ont une
représentation en modèle d’état.

L’objectif du reste du chapitre sera donc de présenter quelques modèles plus complexes
de séries chronologiques, largement utilisés dans les applications. Ils sont regroupés en deux
catégories : ceux qui mettent en évidence des variables explicatives (régression à résidu ARMA
et modèle à fonction de transfert) dans le chapitre 9, et les autres (ARIMA, SARIMA) dans
le chapitre 10.
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Chapitre 8

Modèles d’état et filtre de Kalman

8.1 Modèle d’état

Définition 8.1 On dit qu’un processus vectoriel
−→
Y = (

−→
Y t)t>0 à valeurs dans Rk admet un

modèle d’état (linéaire et homogène en temps) lorsqu’il existe des matrices F , G, Q et R (les
paramètres du modèle d’état) telles que les équations suivantes soient vérifiées :

{
∀t > 0,

−→
X t+1 = F

−→
X t +

−→
V t Equation d’état

∀t > 0,
−→
Y t = G

−→
X t +

−→
W t Equation d’observation

(8.1)

où (X0, (
−→
Vt)t>0, (

−→
Wt)t>0) est une collection de vecteurs aléatoires décorrélés, de seconds mo-

ments finis et :

(
−→
Xt)t>0 est un processus appelé processus des états

(
−→
Vt)t>0 est un processus appelé bruit d’état, de moyenne nulle et de matrice de covariance Q de taille (r, r)

F est une matrice de taille (r, r)

(
−→
Yt)t>0 est un processus appelé processus des observations

(
−→
Wt)t>0 est un processus appelé bruit d’observation, de moyenne nulle et de matrice de covariance R de taille

G est une matrice de taille (k, r)

Remarque 8.2 On peut étendre les résultats de ce chapitre à des cas où les matrices F , G, Q
et R dépendent du temps, et où il existe une matrice St non nécessairement nulle telle que :

E[
−→
Vt
−→
Wt

T ] = St .

Exemple 8.3 Modèle d’état pour les ARMA
Les ARMA rentrent dans le cadre des modèles d’état. En effet, soit Y un ARMA(p, q) causal
(et de moyenne nulle) avec :

∀t ∈ Z, φ(B)Yt = θ(B)Zt ,

où Z est un bruit blanc de variance σ2. On définit U l’AR(p) causal :

∀t ∈ Z, φ(B)Ut = Zt ,

On pose r = max{p, q + 1}, θ0 = 1, φk = 0 si k > p, θk = 0 si k > q, et :

−→
X t =




Ut

...
Ut−r+1
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−→
V t =




Zt

0
...
0


 de covariance Q =




σ2 0 . . . 0
0 0 . . . 0
...

...
. . .

...
0 0 . . . 0




F =




φ1 φ2 φ3 . . . φr
1 0 0 . . . 0
0 1 0 . . . 0
...

. . .
. . .

. . .
...

0 . . . 0 1 0




G = (θ0, . . . , θr)

Alors, l’ARMA Y vérifie le modèle d’état 8.1.

8.2 Le filtre de Kalman

On suppose que
−→
Y suit le modèle d’état 8.1. Si l’on connait les valeurs de P0(

−→
X 1) =

E(
−→
X 1) et C1 = Cov(

−→
X 1), le filtre de Kalman permet de calculer récursivement les valeurs de

P (
−→
Y t|1,

−→
Y 1, . . . ,

−→
Y t−1) pour t = 0, . . . , n sur la base des observations (

−→
Y 1, . . . ,

−→
Y n) ainsi que

les covariances des erreurs de prédiction.

1. Notations. Pour un vecteur
−→
A de dimension l, on note Pt(

−→
A ) le vecteur :

Pt(
−→
A ) =




P (A1|1,
−→
Y 1, . . . ,

−→
Y t)

...

P (Al|1,
−→
Y 1, . . . ,

−→
Y t)


 .

Remarquons que P0(
−→
A ) = P (

−→
A |1) = E(

−→
A ). On note aussi :





−→
I t =

−→
Y t − Pt−1(

−→
Y t)

St = Cov(
−→
I t)

Ct = Cov[
−→
X t − Pt−1(

−→
X t)]

Dt = Cov[
−→
X t − Pt(

−→
X t)]

2. Initialisation.

(a) P0(
−→
X 1) = E(

−→
X 1)

(b) C1 = Cov(
−→
X 1)

3. Récurrence. Pour t allant de 1 à n :

(a) Pt−1(
−→
Y t) = GPt−1(

−→
X t)

(b)

{ −→
I t =

−→
Y t − Pt−1(

−→
Y t)

St = GCtG
T +R

(c) Kt = CtG
TS−1

t

(d)

{
Pt(

−→
X t) = Pt−1(

−→
X t) +Kt

−→
I t

Dt = Ct −KtStK
T
t

(e)

{
Pt(

−→
X t+1) = FPt(

−→
X t)

Ct+1 = FDtF
T +Q
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Démonstration : On note
−→
Y0 la variable aléatoire constante égale à 1.

(a) Rappelons que Wt est de moyenne nulle et décorrélé de
−→
Y 1, . . . ,

−→
Y t−1, donc :

Pt−1(
−→
Y t) = GPt−1(

−→
X t) + Pt(

−→
Wt) = GPt−1(

−→
X t) .

(b) On a :

St = E(
−→
I t

−→
I T

t ) ,

= GE[
−→
X t

−→
XT

t ]G
T −GE[Pt−1(Xt−1)Pt−1(Xt−1)

T ]GT +R ,

= GCtG
T +R .

(d) Pour estimer
−→
X t à l’instant t, i.e en ayant observé

−→
Y 1, . . . ,

−→
Y t, on décompose la pro-

jection à l’aide de la Proposition 6.4 :

P (
−→
X t|

−→
Y 0, . . . ,

−→
Y t) = P (

−→
X t|

−→
Y 0, . . . ,

−→
Y t−1,

−→
I t) = P (

−→
X t|

−→
Y 0, . . . ,

−→
Y t−1) + P (

−→
X t|

−→
I t) .

C’est à dire Pt(
−→
X t) = Pt−1(

−→
X t) + P (

−→
X t|

−→
I t). En utilisant la Proposition 6.2 :

P (
−→
X t|

−→
I t) =

(
S−1
t E(

−→
I t

−→
XT

t )
)T −→

I t = E(
−→
X t

−→
I T

t )S
−1
t

−→
I t ,

où St = E(
−→
I t

−→
I T

t ) est la matrice de covariance des innovations à l’instant t. On pose Kt =

E(
−→
X t

−→
I T

t )S
−1
t . Il faut évaluer récursivementKt. En écrivant

−→
I t = G(

−→
X t−Pt−1(

−→
X t))+Wt,

et en notant que Wt est décorrélé de
−→
X t,

E(
−→
X t

−→
I T

t ) = E[
−→
X t(

−→
X t − Pt−1(

−→
X t))

T ]GT = CtG
T ,

où Ct = E[(
−→
X t − Pt−1(

−→
X t))(

−→
X t − Pt−1(

−→
X t))

T ]. On a donc :

Kt = CtG
TS−1

t ,

et :

Pt(
−→
X t) = Pt−1(

−→
X t) +Kt

−→
I t .

Enfin,

Dt = Ct − E[(Pt(
−→
X t)− Pt−1(

−→
X t))(Pt(

−→
X t)− Pt−1(

−→
X t))

T ] = Ct − E[(Kt
−→
I t)(Kt

−→
I t)

T ] ,

= Ct −KtStK
T
t .

(e) Comme Vt est de moyenne nulle et décorrélé de
−→
Y 1, . . . ,

−→
Y t,

Pt(
−→
X t) = Pt(F

−→
X t + Vt) = FPt(

−→
X t) + Pt(Vt) = FPt(

−→
X t) .

On a aussi :

Ct+1 = E[
−→
X t+1

−→
XT

t+1]− E[Pt(
−→
X t)Pt(

−→
X t)

T ] ,

= FE[
−→
X t

−→
XT

t ]F
T +Q− FE[Pt(Xt)Pt(Xt)

T ]F T ,

= FDtF
T +Q .

�
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Remarque 8.4 Si une valeur est manquante, il faut adapter les équations du filtre de Kalman
comme suit : −→

I t = 0

et

Kt = 0

Remarque 8.5 Initialisation pour un ARMA

On reprend le modèle d’état décrit à l’exemple 8.3. On a alors P0(
−→
X1) =

−→
0 et C1 est la matrice

de covariance de (U1, . . . , Ur). Ainsi :

C1 =




γ(0) γ(1) . . . γ(p− 1)
γ(1) γ(0) . . . γ(p− 2)
...

...
. . .

...
γ(p− 1) γ(p− 2) . . . γ(0)




où γ est la fonction de covariance de l’AR(p) U .

Remarquons que pour calculer C1 en fonction des paramètres de U , on peut utiliser les
équations aux différences. Pour un AR(p), celles-ci s’écrivent facilement. On montre que le
vecteur :

γr =




γ(0)
...

γ(r)




est l’unique solution de l’équation :

Aγr = g ,

où :

g =




σ2Z
0
...
0


 , A = A1 +A2 ,

A1 =




0 −φ1 −φ2 . . . −φr−1 −φr
0 −φ2 −φ3 . . . −φr 0
...

...
... . .

.
. .
. ...

0 −φr−1 φr 0 . . . 0
0 −φr 0 0 . . . 0
0 0 0 0 . . . 0




A2 =




1 0 0 . . . 0 0
−φ1 1 0 . . . 0 0
−φ2 −φ1 1 . . . 0 0
...

...
. . .

. . .
...

...
−φr−1 −φr−2 . . . −φ1 1 0
−φr −φr−1 −φr−2 . . . −φ1 1




Remarque 8.6 Initialisation inconnue
Lorsqu’on ne connait pas précisément la valeur de P0(X1) (et donc en général de C1), on peut
donner une estimation approximative de celle-ci, et traduire cette incertitude dans C1, C1 devant
être d’autant plus “grande” que l’incertitude est grande.
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8.3 Filtre de Kalman et vraisemblance gaussienne

Proposition 8.7 Soit (U1, . . . , Un) un vecteur de variables aléatoires centrées de carré
intégrable. Notons Γn la matrice de covariance du vecteur (U1, . . . , Un) :

∀i, j ∈ {1, . . . , n}, [Γn]i,j = Cov(U) := E(UiUj) ,

et U∗
i la prédiction linéaire de Ui sachant U1, . . . , Ui−1. On suppose que Γn est inversible. Alors,

(U − E(U))TΓ−1
n (U − E(U)) = γ(U) =

n∑

i=1

(Ui − U∗
i )

2

vi−1
,

où vi−1 = E[(Ui − U∗
i )

2]. De plus,

det(Γn) =
n∏

i=1

vi−1 .

Démonstration : Remarquons d’abord que les innovations (Ii)i=1,...,n, où Ii = Ui − U∗
i sont

décorrélées entre elles. Ainsi, leur matrice de covariance est la matrice diagonale D telle que
Dii = vi−1. Par ailleurs, U

∗
i est une fonction linéaire de U1, . . . , Ui−1. Donc il existe une matrice

C triangulaire avec des éléments diagonaux égaux à 1 et telle que CI = U (en notant I le
vecteur des innovations). Par conséquent :

Γn = Cov(U) = Cov(C−1I) = CDCT ,

et ainsi,

UTΓ−1
n U = UT (CT )−1D−1C−1U = ITD−1I =

n∑

i=1

(Ui − U∗
i )

2

vi−1
.

Et bien sûr, det(Γn) = det(C)2det(D) =
∏n

i=1 vi−1. �

L’intérêt de la Proposition 8.7 réside surtout dans le fait que lorsque (U1, . . . , Un) est un vecteur
gaussien centré, la vraisemblance est exactement une fonction de UΓ−1

n UT et det(Γn). En effet,
la vraisemblance vaut :

1

(
√

2πdet(Γn))n
e−

1
2
UΓ−1

n U =
1

(
√
2π
∏n

i=1 vi−1)n
e
− 1

2

∑n
i=1

(Ui−U∗
i )2

vi−1 .

Le filtre de Kalman, combiné à la Proposition 8.7 permet de calculer rapidement (avec un ordina-
teur) la vraisemblance gaussienne d’un vecteur satisfaisant un modèle d’état. Précisons cela dans
le cas d’un processus ARMA. On suppose qu’on observe n valeurs consécutives (X1, . . . , Xn)
d’un ARMA(p, q) causal de moyenne nulle :

φ(B)Xt = θ(B)Zt ,

avec Z un bruit blanc gaussien i.i.d de variance σ2 > 0. On note β = (φ1, . . . , φp, θ1, . . . , θq).
X = (X1, . . . , Xn) est alors un vecteur gaussien de moyenne nulle. On note X∗

i (β) la prédiction
linéaire de Xi sachant X1, . . . , Xi−1, dans le modèle où on suppose σ2 = 1. Notation :

X∗
i (β) = P(β,1)(Xi|X1, . . . , Xi−1) .

Puis, on note : {
Ii(β) = Xi −X∗

i (β)
vi(β) = Varβ,1(Ii(β))
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Proposition 8.8 L’estimateur du maximum de vraisemblance (β̂, σ̂2) de (β, σ2) est donné par :

β̂ = argmin
β∈Rp+q

[
1

n

n∑

i=1

log vi(β) + log

(
n∑

i=1

(Ii(β))
2

vi(β)

)]
,

et

σ̂2 =
1

n

n∑

i=1

(Ii(β̂))
2

vi(β̂)
.



Chapitre 9

Variables explicatives et modèle à
fonction de transfert

Dans ce chapitre, on considère des séries chronologiques qui s’écrivent sous la forme :

∀t ∈ Z, Yt =

k∑

i=1

βiu
(i)(t) + εt ,

où ε est un bruit ARMA de moyenne nulle, β un paramètre inconnu et les u(i) sont des variables
explicatives. On considèrera deux cas :

– lorsque les u(i) sont des fonctions déterministes du temps, on aboutit à ce qu’on appelle
la régression à résidu ARMA,

– lorsque u(i)(t) = Xt−i, où X est lui-même un ARMA observé, on aboutit à ce qu’on
appelle un modèle à fonction de transfert.

9.1 Régression à résidu ARMA

Etant données k séries chronologiques déterministes u(1), . . . , u(k), on considère le modèle
suivant :

∀t ∈ Z, Yt =
k∑

i=1

βiu
(i)(t) + εt ,

où ε est un bruit ARMA(p, q) de moyenne nulle et β ∈ Rk est inconnu. En d’autres termes,
Y −∑k

i=1 βiu
(i) est un ARMA de moyenne nulle. On peut donc estimer (par maximum de

vraisemblance gaussien) simultanément β et les paramètres de ε dès qu’on connait l’ordre (p, q)
de ε. On adoptera la méthode suivante si on ne connait pas cet ordre (ce qui est le cas général) :

1. on estime β par moindres carrés ordinaires,

2. sur ε̂ := Y −∑k
i=1 β̂iu

(i)(t), on estime l’ordre (p, q) de ε,

3. on revient à une estimation simultanée de β et des paramètres de ε par maximum de
vraisemblance gaussien.

R: arima() avec régresseur externe : option "xreg="

Exemple 9.1 Saisonnalité Il est courant que des phénomènes périodiques se produisent (in-
fluence des saisons, des jours de travail ou de repos, des heures de transport etc.) et aient une
énorme influence sur les séries chronologiques (penser au débit d’un fleuve alimenté par la fonte
d’un glacier au printemps). Dans ce cas, on pourra inclure une non-stationnarité sous la forme
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d’une fonction périodique de période p, ce qu’on appelle aussi une saisonnalité de période p.
Cela rentre dans le cadre ci-dessus, en prenant :

u(i)(t) =

{
1 si p divise t− i
0 sinon

Exemple 9.2 Tendance polynômiale Il existe souvent une non stationnarité sous la forme
d’une tendance à long terme, c’est à dire que la moyenne à moyen terme de la série évolue
lentement sur l’ensemble de la série. Cela peut parfois être modélisé par un polynôme de degré
d en la variable t. Cela rentre également dans le cadre ci-dessus, en prenant :

u(i)(t) = ti .

On peut bien sûr combiner une tendance polynômiale avec une saisonnalité, et faire varier les
formes de tendances lentes en prenant d’autres fonctions que des polynômes.

9.2 Modèle à fonction de transfert

Imaginons que l’on observe un couple d’ARMA (Xt, Yt), aux instants t = 1, . . . , n et qu’il
existe un lien de causalité entre X et Y . Peut-on tirer partie de ce lien pour prédire de façon plus
fine Y ? L’idée des modèles à fonction de transfert est précisément celle-ci, en tenant compte
d’un lien de causalité linéaire entre X et Y . Plus précisément, on considère Z et W deux bruits
blancs décorrélés, un ARMA X défini par :

Xt =
θX(B)

φX(B)
Zt , (9.1)

où θX et φX sont des polynômes, un ARMA N défini par :

Nt =
θN (B)

φN (B)
Wt , (9.2)

où θN et φN sont des polynômes, et un processus Y défini par :

Yt =
ν(B)

ω(B)
Xt +Nt , (9.3)

où ν(B) et ω(B) sont des polynômes. On suppose comme d’habitude que les filtres θX(B)
φX(B)

, θN (B)
φN (B)

et ν(B)
ω(B) sont causaux et que :

θX0 = φX0 = θN0 = φN0 = ω0 = 1 .

Par contre, on ne suppose pas nécessairement que ν0 = 1. Comme ν0 peut être nul, on écrit
parfois ν(B) sous la forme Bbν̃(B) avec b > 0 et ν̃0 6= 0. Le paramètre b est alors appelé le délai

du filtre ν(B)
ω(B) . Pour finir, on suppose qu’on observe (Xt, Yt), aux instants t = 1, . . . , n.

Remarque 9.3 Les ARMA N et X étant décorrélés, il est possible de montrer que Y est
également un processus ARMA. Le modèle présenté est à moyenne nulle, on peut le modifier
facilement pour introduire des moyennes non nécessairement nulles.
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9.2.1 Modèle d’état

On remarque que l’équation du modèle de transfert (9.3) peut s’écrire :

Yt = ν(B)θX(B)

(
1

ω(B)φX(B)

)
Zt + θN (B)

(
1

φN (B)

)
Wt .

On définit deux AR par :

UX =

(
1

ω(B)φX(B)

)
Z ,

et

UN =

(
1

φN (B)

)
W .

On a alors :
Yt = ν(B)θX(B)UX

t + θN (B)UN
t , (9.4)

et
Xt = ω(B)θX(B)UX

t . (9.5)

On peut donc mettre en oeuvre la même stratégie que pour un ARMA afin de représenter le
modèle à fonction de transfert par un modèle d’état :

– l’équation d’état témoignera de l’évolution indépendante des deux AR UX et UN ,
– l’équation d’observation s’obtient ensuite facilement à partir des équations (9.5) et (9.4).

Plus précisément, si dω est le degré de ω(B) et pX le degré de φX , on écrit :

ω̃(B) := ω(B)φX(B) = 1− ω̃1B − . . .− ω̃dω+pXB
dω+pX ,

et on pose ω̃i = 0 si i > dω + p. De même, on définit dν le degré de ν et qX le degré de θX , et
on écrit :

ν̃(B) := ν(B)θX(B) = 1 + ν̃1B + . . .+ ν̃dν+qXB
dν+qX ,

On pose alors rX = max{dω + pX , dω + qX + 1, dν + qX},

FX =




ω̃1 ω̃2 ω̃3 . . . ω̃rX

1 0 0 . . . 0
0 1 0 . . . 0
...

. . .
. . .

. . .
...

0 . . . , 0 1 0



, QX =




σ2Z 0 . . . 0
0 0 . . . 0
...

...
. . .
...

0 0 . . . 0


 ,

GX = (θX0 , . . . , θ
X
rX−1), et GY X = (ν̃0, . . . , ν̃rX−1) .

Pour le modèle d’état de N , on pose rN = max{pN , qN + 1}, où pN est le degré de φN et qN

celui de θN , puis :

FN =




φN1 φN2 φN3 . . . φN
rN

1 0 0 . . . 0
0 1 0 . . . 0
...

. . .
. . .

. . .
...

0 . . . , 0 1 0



, QN =




σ2W 0 . . . 0
0 0 . . . 0
...

...
. . .
...

0 0 . . . 0


 ,

et
GN = (θN0 , . . . , θ

N
rN−1) .

Enfin, on définit les matrices par blocs :

F =

(
FX 0
0 FN

)
, Q =

(
QX 0
0 QN

)
, et G =

(
GX 0
GY X GN

)
.

Alors, le modèle d’état défini par F , Q et G est équivalent au modèle de transfert défini par les
équations (9.1), (9.2) et (9.3).
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9.2.2 Identification

On décrit ci-dessous la méthode dite de Box et Jenkins pour identifier les différents pa-
ramètres du modèle à fonction de transfert lorsque Z est un bruit blanc i.i.d. Commençons par

une remarque théorique. En multipliant l’équation (9.3) par φX(B)
θX(B)

, on obtient :

φX(B)

θX(B)
Yt =

ν(B)

ω(B)
Zt +

φX(B)

θX(B)
Nt .

Posons Y ′
t = φX(B)

θX(B)
Yt, et :

ν(B)

ω(B)
=
∑

k>0

ψkB
k .

On a alors, pour k > 0 :
E[Y ′

tZt−k] = ψkσ
2
Z .

Si on définit la fonction de corrélation théorique de Y ′ et Z par :

ρY Z(k) =
Cov[Y ′

t , Zt−k]√
Var(Y ′

t )Var(Zt)
,

on obtient donc :
ψk = ρY ′Z(k)

σY ′

σZ
.

Lorsqu’on observe uniquement X et Y , ceci suggère la possibilité d’estimer les valeurs de ψk en
commençant par estimer les valeurs de Z. Plus précisément, on utilisera la procédure suivante.

1. On identifie l’ordre (pX , qX) et les paramètres de l’ARMA X, et on forme les innovations
Ẑt, t = 1, . . . , n.

2. On calcule Ŷ ′
t = φ̂X(B)

θ̂X(B)
Yt, t = 1, . . . , n et la fonction de corrélation croisée empirique entre

Ŷ ′ et Ẑ. Si le modèle à fonction de transfert est valide, ρ̂Y ′Z(k) doit suivre asymptotique-
ment une loi N (0, 1n) lorsque ρY ′Z(k) est nulle, donc notamment pour k < 0.

3. Pour les valeurs k auxquelles on peut considérer que ρY ′Z(k) est significativement
différente de zéro, on estime ψk par :

ψ̂k := ρ̂Y ′Z(k)
σ̂Y ′

σ̂Z
.

4. Il faut alors, au vu des valeurs des ψ̂k, proposer une hypothèse pour les degrés de ν(B) et
ω(B), et le paramètre de délai b. C’est en général l’étape la plus délicate.

5. On estime le bruit N en posant :

N̂t = Yt −
∑

k>0

ψ̂kXt−k .

6. On ajuste un modèle ARMA sur N̂ .

7. On a alors une hypothèse sur tous les ordres des ARMA apparaissant dans le modèle à
fonction de transfert. Lorsque ω(B) = 1, on a même une estimation de tous les coefficients.
Dans tous les cas, on peut alors estimer ou réestimer toutes les valeurs des coefficients par
maximum de vraisemblance gaussien, en utilisant la représentation en modèle d’état de
la section 9.2.1.

8. Toutes les estimations d’ARMA doivent être validées par les techniques de la section 7.3.



Chapitre 10

ARIMA et SARIMA

Dans ce chapitre, une approche différente de la non-stationnarité est proposée. On
s’intéresse à des séries chronologiques aléatoires qui se ramènent, après un nombre suffisant
de différentiations à des ARMA.

10.1 ARIMA

10.1.1 Définition

On rappelle que B désigne l’opérateur retard. On définit l’opréateur de différentiation par
∇ = (1−B). Autrement dit :

∇Xt = Xt −Xt−1 .

Définition 10.1 Soit d > 0 un nombre entier naturel. On dit qu’une série chronologique
aléatoire (Xt)t>0 est un ARIMA(p, d, q) s’il existe un ARMA(p, q) Y de moyenne nulle tel
que :

∀t > 0, Yt = ∇dXt .

On dit aussi que X est un processus ARMA(p, q) de moyenne nulle intégré d fois.

X satisfait donc une équation de la forme :

∀t > 0, Φ(B)∇dXt = Θ(B)Zt (10.1)

où Φ et Θ sont des polynômes de degrés respectifs p et q, et Z est un bruit blanc. Remarquons
que si ∇dXt est un ARMA(p, q) de moyenne non nulle m, alors

∀t > 0, Xt = m
td

d!
+ X̃t ,

où X̃t est un ARIMA(p, d, q). Les processus ARIMA(p, d, q) ne sont pas stationnaires dès que
d > 1.

La Figure 10.1 représente une réalisation d’un processus ARIMA(1, 1, 0) avec φ = 0.9 et sa
fonction de corrélation empirique. Une telle fonction de corrélation empirique (à décroissance
lente) est un bon indicateur du fait que l’on a affaire à un processus ARIMA (ou qu’il existe
une tendance dans la série).

La Figure 10.2 montre la corrélation empirique et la corrélation partielle empirique du
processus obtenu en différentiant une fois le processus d’origine. La simple observation de ces
quatre figures suggère fortement que le processus considéré est un ARIMA(1, 1, 0).

R: Pour estimer un ARIMA(p, d, q) par maximum de vraisemblance gaussien : arima() en précisant
order=(p,d,q).
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Figure 10.1 – Un ARIMA(1, 1, 0) avec φ = 0.9 et sa fonction de corrélation empirique
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Figure 10.2 – Corrélations empiriques du processus de la Figure 10.1 différentié une fois
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10.1.2 Identification

Soit X une série dont on suppose qu’elle suit un modèle ARIMA(p, d, q) avec p, d et q
inconnus.

1. On différencie X jusqu’à observer une série stationnaire Y = ∇dX.

2. On identifie (p, q) et on ajuste un ARMA(p, q) sur la série X.

3. On revient à l’identification de l’ARIMA(p, d, q) par maximum de vraisemblance gaussien
sur la série originale X.

En général, après quelques différentiations, la série semble stationnaire, mais on ne sait pas
assurer qu’elle est de moyenne nulle. On a alors un modèle où

∀t > 0, Xt = m
td

d!
+ X̃t ,

avec X̃t est un ARIMA(p, d, q). On peut alors modifier l’identification comme suit :

1. On différencie X jusqu’à observer une série stationnaire Y = ∇dX.

2. On identifie (p, q) et on ajuste un ARMA(p, q) de moyenne non nécessairement nulle sur
la série X.

3. On teste la nullité de la moyenne.

4. Si on rejette la nullité de la moyenne, on ajuste sur la série originale X un modèle
ARIMA(p, d, q) avec régresseur (1 : n)d par maximum de vraisemblance gaussien. Si
on accepte l’hypothèse de nullité de la moyenne, on ajuste un modèle ARIMA(p, d, q).

10.2 SARIMA

10.2.1 Définition

Les modèles SARIMA (S pour Seasonal, c’est à dire saisonnier) permettent de rendre
compte des variations saisonnières dans la série considérée, ces variations pouvant elles-mêmes
présenter un caractère aléatoire.

La Figure 10.3 représente des parties de réalisations de divers niveaux de processus
SARIMA, générés à partir d’une même séquence de bruit blanc. On trouve successivement
(de gauche à droite puis de haut en bas) :

– un processus ARMA présentant une composante saisonnière de période 20,
– le même processus intégré une fois, à la période de l’échantillon,
– le processus initial intégré une fois, à la période de la saison,
– le processus a été intégré une fois à la période de l’échantillon, et une fois à la période de
la saison.

Soit s > 1 un entier. On définit l’opérateur de différentiation à l’échelle de la période s par :

∇s = (1−Bs) .

Définition 10.2 Soient d > 0, D > 0 et s > 1 des entiers. On dit qu’une série chronologique
aléatoire (Xt)t>0 est un SARIMA(p, d, q) × (P,D,Q)s s’il existe des polynômes Φ, Φ(s), Θ,
Θ(s) et un ARMA Y de moyenne nulle tels que :

∀t > 0, Yt = ∇d∇D
s Xt ,

Φ(B)Φ(s)(Bs)Yt = Θ(B)Θ(s)(Bs)Zt ,

où Z est un bruit blanc, Φ est de degré p, Φ(s) de degré P , Θ de degré q et Θ(s) de degré Q.
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Figure 10.3 – De l’ARMA au SARIMA

Il est intéressant de voir l’ARMA Y sous la forme suivante :

Yt =
Θ(s)(Bs)

Φ(s)(Bs)
Nt , (10.2)

où Nt est l’ARMA(p, q) :

Nt =
Θ(B)

Φ(B)
Zt . (10.3)

Exemple 10.3 Soit N un ARMA(p, q) et Y un processus défini par :

Yt = 0.9Yt−12 +Nt .

Un tel processus est une extension assez naturelle de la notion de saisonnalité : si le bruit N est
assez faible, Y n’est pas loin d’être périodique, au sens où Yt est fortement corrélé à Yt−12, mais
cette relation est bruitée par un bruit autocorrélé N . Y est un SARIMA(p, 0, q)× (1, 0, 0)12.

10.2.2 Identification

Dans un processus SARIMA, il y a interaction entre deux modèles : celui de l’équation (10.3)
décrit les évolutions à la période de l’échantillon, c’est-à-dire entre deux saisons successives, et
celui de l’équation (10.2) décrit les évolutions à la période de la saison. Cette interaction rend
complexe l’interprétation de la covariance empirique dans le cas général. On indique ici quelques
principes élémentaires pour une identification simple, dans l’hypothèse où il y a un “découplage”
entre les deux modèles. Plus précisément, notons ρ la fonction de corrélation de l’ARMA Θ(B)

Φ(B)Zt

donné par l’équation (10.3), et ρ(s) la fonction de corrélation de l’ARMA Θ(s)(Bs)

Φ(s)(Bs)
Zt. On a alors :

∀h ∈ Z, ρY (h) = Cρ ∗ ρ(s)(h) := C
∑

k∈Z

ρ(k)ρ(s)(h− k) ,
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où C est une constante. Remarquons que ρ(s)(h) est nulle lorsque h n’est pas un multiple de

s, et que ρ(s)(ks) = ρ̃(s)(k) où ρ̃(s) est la fonction d’autocorrélation de l’ARMA Θ(s)(B)

Φ(s)(B)
Zt. On

suppose que ρ(h) est quasiment nulle lorsque |h| > s/2 : c’est l’hypothèse de découplage. Dans
ce cas, il est facile de voir que :

∀|h| 6 s/2, ρY (h) ≃ ρ(h) ,

et :
∀k ∈ Z, ρY (ks) ≃ ρ(s)(ks) .

Cela suggère d’utiliser la procédure suivante (en supposant s connu) :

1. trouver les ordres d et D tels que le processus Yt = (1−B)d(1−Bs)DXt soit stationnaire,

2. utiliser la corrélation empirique et la corrélation partielle empirique pour les valeurs mul-
tiples de s pour en déduire des valeurs préliminaires des ordres P et Q et les coefficients
correspondants,

3. utiliser la corrélation empirique et la corrélation partielle empirique pour les valeurs jus-
qu’à s/2 pour en déduire les ordres p et q et les coefficients correspondants,

4. les techniques d’ajustement et de validation décrites dans le chapitre 7 sont applicables.

Remarque 10.4 Il est souvent nécessaire d’employer une transformation de Box-Cox avant
tout traitement.

Remarque 10.5 Lorsqu’il n’y a pas ce découplage entre les deux modèles, une méthode plus
complexe peut éventuellement être envisagée :

1. Trouver les ordres d et D tels que le processus Yt = (1−B)d(1−Bs)DXt soit stationnaire.

2. Faire une hypothèse sur les valeurs de p, q, P,Q.

3. Développer la formule du processus ARMA supposé obtenu après différentiation :

Φ(B)Φ(s)(Bs)Yt = Θ(B)Θ(s)(Bs)Zt

devient :
Φg(B)Yt = Θg(B)Zt

où l’indice ’g’ signifie ’global’.

4. Estimer globalement les valeurs des paramètres.

5. Revenir sur l’hypothèse de départ si nécessaire.

Les coefficients de Φ, Φ(s), Θ, Θ(s) seront calculés à partir des coefficients de Φg et Θg obtenus.

Remarque 10.6 En général, comme pour les ARIMA, la série semble stationnaire après
quelques différentiations (dans la pratique, d et D valent généralement 0 ou 1). Mais on ne
sait pas assurer qu’elle est de moyenne nulle. On a alors un modèle où

∀t > 0, Xt = m
td+D

(d+D)!
+ X̃t ,

avec X̃t est un SARIMA(p, d, q) × (P,D,Q)s. On peut alors modifier l’identification comme
dans le cas des ARIMA, en testant la nullité de la série différentiée, et en ajoutant si nécessaire
un régresseur (1 : n)d+D pour l’estimation du SARIMA sur la série originale.

R: Pour estimer un SARIMA(p, d, q)×(P,D,Q)s par maximum de vraisemblance gaussien : arima()
en précisant order=(p,d,q), et seasonal=list(period=s,order=(P,D,Q)).
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10.3 Pour aller plus loin

Nous avons vu plusieurs types de modèles : ARMA, modèle linéaire à résidu ARMA, modèle
à fonction de transfert, ARIMA et SARIMA. Ils ont tous des représentations assez simples en
modèles d’état, mais la liste ne s’arrête pas là : on pourrait parler de PARMA (pour “periodic
ARMA”), d’ARMA vectoriel, de modèle structurel, etc. On peut également inventer un modèle
d’état ad hoc pour chaque problème donné, et c’est dans cette flexibilité que réside la force des
modèles d’état.



Quatrième partie

Analyse spectrale
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Cette partie adopte un point de vue proche du traitement du signal, ou plutôt de l’analyse
des signaux car on parlera peu de traitement. Pourquoi analyser un signal ? D’abord pour le
“comprendre”, c’est à dire en avoir une vision simple et efficace. Simple, cela veut dire être
capable de le résumer avec le moins de mots possibles. Efficace par rapport à quel but ? Ça
dépend. Par exemple, on peut vouloir le débruiter, restaurer un signal perdu, prédire les valeurs
futures, le compresser pour gagner de la place, estimer des paramètres importants etc. Le but
de ce chapitre est avant tout de présenter l’outil mathématique fondamental permettant de
“comprendre” un peu mieux un signal, ou une série chronologique. Cet outil est la transformée
de Fourier. Il est fondamental pour des raisons historiques, et aussi parce qu’il est très bien
adapté à l’étude des séries stationnaires.

Le point crucial à retenir est que les signaux (ou séries chronologiques) de longueur n que
l’on observe sont, d’un point de vue mathématique, des vecteurs dans un espace de grande di-
mension, Rn, et que pour “comprendre” ces signaux, les apprivoiser, les examiner, il faut pouvoir
“tourner autour”, comme on tournerai autour d’une sculpture pour en saisir tous les aspects.
Tourner autour d’une sculpture, c’est changer de repère dans l’espace R3. Tourner autour d’un
signal, c’est aussi changer de repère (ou simplement de base), mais dans Rn. Il se trouve qu’il
existe une base particulièrement adaptée aux séries chronologiques stationnaires, c’est la base
de Fourier. Lorsqu’on regarde un ARMA dans cette base, ses coefficients sont décorrélés ! De
plus, les coefficients d’un bruit ARMA sont assez bien répartis en valeur absolue dans cette
base, alors que les coefficients d’un signal régulier sont plutôt concentrés. Ceci a une importance
fondamentale pour la détection de signaux noyés dans du bruit, ou plus généralement dans une
phase purement descriptive d’une série chronologique, pour comprendre ce qu’elle contient. En-
fin, comme ce qu’elle contient peut ne pas être stationnaire, on sera amené à examiner le signal
à travers différentes fenêtres, ce qui donnera la transformée de Fourier à fenêtre glissante (ou
transformée de Fourier à court terme).
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Chapitre 11

Signaux numériques et changement
de base

11.1 Quelques notions d’algèbre linéaire

11.1.1 Signaux réels ou complexes, changement de base

Mathématiquement un signal numérique de longueur n est une suite de n valeurs complexes
(x1, . . . , xn). On dit qu’il ext complexe si ses valeurs sont complexes, réel si ses valeurs sont
réelles. L’ensemble des signaux numériques complexes de longueur n correspond donc à l’espace
Cn, tandis que l’ensemble des signaux numériques réels de longueur n correspond à l’espace Rn.

Une base de Cn est un ensemble de n éléments de Cn tels que que tout élément de Cn puisse
s’écrire comme combinaison linéaire des éléments de la base. L’exemple le plus naturel est sans
doute la base canonique de Cn, Bcan :

Bcan = {(1, 0, . . . , 0)T , (0, 1, 0, . . . , 0)T , . . . , (0, . . . , 0, 1)T } .
Autrement dit, Bcan est l’ensemble des vecteurs −→e1 , . . . ,−→en, où :

∀k ∈ {1, . . . , n}, ∀j ∈ {1, . . . , n} −→ek(j) = 1Ik=j .

Lorsqu’on considère un élément x = (x1, . . . , xn) de Cn, les coefficients de x dans la base
canonique sont justement x1, . . . , xn. Autrement dit :

∀x ∈ Cn, x =
n∑

k=1

xk
−→ek .

Soient B et C deux bases de Cn. Comment, connaissant les coordonnées d’un vecteur x dans

la base B, calculer les coordonnées de x dans la base C ? Soit x un vecteur, B = (
−→
b1 , . . . ,

−→
bn) et

C = (−→c1 , . . . ,−→cn) deux bases de Cn. On note (λ1, . . . , λn) les coordonnées de x dans la base B,
et pour tout l, on note (p1l, . . . , pnl) les coordonnées de

−→
bl dans la base C. On a donc :

x =

n∑

l=1

λl
−→
bl ∀l ∈ {1, . . . , n}, −→bl =

n∑

k=1

pkl
−→ck .

Par conséquent,

x =
n∑

l=1

λl

n∑

k=1

pkl
−→ck =

n∑

k=1

(
n∑

l=1

pklλl

)
−→ck .

Ce qui signifie que la le coordonnée de x dans la base C est (
∑n

l=1 pklλl). Notons λ le vecteur
colonne des coordonnées de x dans la base B, µ le vecteur colonne des coordonnées de x dans la
base C et PB

C la matrice (pkl)16k6n16l6n. Ce que l’on vient de montrer s’écrit matriciellement :

µ = PB
C λ .
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Remarque 11.1 Souvent, la nouvelle base est donnée par ses coordonnées dans l’ancienne
base, et on dispose donc de P C

B plutôt que PB
C . La matrice P C

B s’appelle traditionnellement
matrice de changement de base de B à C (ou matrice de passage de B à C). On a alors :

PB
C = (P C

B )
−1 .

11.1.2 Bases orthonormées

L’espace Cn est muni du produit scalaire :

∀x, y ∈ Cn, 〈x, y〉 =
n∑

k=1

xkyk ,

et de la norme correspondante :

∀x ∈ Cn, ‖x‖ =

√√√√
n∑

k=1

|xk|2 .

Ces définitions ont un sens également sur Rn. Deux vecteurs sont dits orthogonaux si leur
produit scalaire est nul. On dit qu’une famille de vecteurs est orthogonale si les vecteurs qui la
constituent sont 2 à 2 orthogonaux. On dit qu’un vecteur est normé si sa norme vaut 1, et on
dit qu’une famille de vecteurs est est orthonormée si c’est une famille orthogonale constituée de
vecteurs normés. Un exemple de base orthonormée est la base canonique.

Remarque 11.2 Si B et C sont des bases orthonormées, on peut voir que PB
C est une matrice

orthogonale, c’est à dire que (PB
C )

∗PB
C = In, où A

∗ désigne la matrice transconjuguée, c’est à

dire A
T
. On a donc :

PB
C = (P C

B )
∗ .

Proposition 11.3 Une famille orthonormée de n vecteurs de Cn (respectivement Rn) est une
base de Cn (respectivement Rn). De plus, les coordonnées d’un vecteur x dans une base ortho-
normée (−→e 0, . . . ,

−→e n−1) sont (〈−→e 0, x〉, . . . , 〈−→e n−1, x〉).

11.2 Effet d’un changement de base orthonormale sur un bruit
blanc

SoitW = (W0, . . . ,Wn−1) un bruit blanc faible de variance σ2. Soit B une base orthonormale
de Rn et A la matrice de changement de base de B à la base canonique. On a donc AA∗ = In.
Les coordonnées de W dans la base B forment le vecteur AW , qui a pour matrice de covariance
Aσ2InA

∗ = σ2In. Ainsi, AW est encore un bruit blanc faible, de même variance que W .
De plus, si W est un bruit blanc fort gaussien, on voit que AW est encore un bruit blanc

fort gaussien, de même variance.



Chapitre 12

Bases de Fourier finies

12.1 Transformée de Fourier Discrète (TFD)

12.1.1 Rappels sur les complexes

Nous aurons besoin de la notion d’exponentielle complexe. Lorsque α est un nombre réel, on
note exp(iα) ou eiα le nombre complexe :

eiα = cos(α) + i sin(α) .

Le point remarquable est que cette exponentielle se comporte à bien des égards comme l’expo-
nentielle réelle, principalement à cause de l’identité suivante :

eiαeiβ = ei(α+β) .

On peut alors montrer que pour tous réels α et β,

(eiα)β = eiαβ .

Par ailleurs, il est facile de voir que :

ei2π = 1, eiπ/2 = i, e−iπ/2 = −i et eiπ = −1 ,

et également :
eiα = e−iα .

De plus, si α ∈ R, eiα vaut 1 si et seulement si α est de la forme 2kπ avec k ∈ Z. Une
conséquence qui sera utilisée dans la section suivante est que pour tout n ∈ N∗ et tout entier j
de {−n+ 1, . . . , n− 1},

n−1∑

t=0

e
2ijtπ

n =

{
n si j = 0
0 si j 6= 0

(12.1)

Enfin, tout nombre complexe non nul z peut s’écrire de manière unique sous la forme z = |z|eiθ
avec θ ∈ [−π, π[. θ s’appelle l’argument de z.

R: Arg(z) renvoie l’argument de z dans [−π, π].

12.1.2 Définition de la TFD

On définit une nouvelle base de Cn :

∀j ∈ {0, . . . , n− 1}, −→e j =
1√
n




1
eiωj

e2iωj

...

e(n−1)iωj




,
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où ωj =
2jπ
n .

Proposition 12.1 (−→e 0, . . . ,
−→e n−1) est une base orthonormée de Cn qui est appelée la base de

Fourier discrète (ou parfois base de Fourier finie). On appelle transformée de Fourier discrète
(TFD) d’un vecteur x de Cn le vecteur Fnx de ses coordonnées dans la base de Fourier :

∀j ∈ {0, . . . , n− 1}, Fnx(j) = 〈−→ej , x〉 =
1√
n

n−1∑

t=0

e−
2ijπt

n xt .

Quand il n’y a pas de risque de confusion avec un estimateur, on notera x̂ à la place de Fnx.
On a donc la formule d’inversion :

∀t ∈ {0, . . . , n− 1}, xt =
1√
n

n−1∑

j=0

e+
2ijπt

n x̂(j) .

Démonstration : Il suffit de montrer que (−→e 0, . . . ,
−→e n−1) est une famille orthonormée, ce qui

découle de l’équation (12.1). �

Une conséquence importante de la Proposition 12.1 est la formule suivante, dite formule de
Parseval :

∀x ∈ Cn,
n−1∑

t=0

|xt|2 =
n−1∑

j=0

|x̂j |2 .

Remarque 12.2 La TFD est souvent définie sans la normalisation par
√
n.

R: fft() donne la TFD sans la normalisation par
√
n, en commençant par la fréquence nulle.

fft(. . . , inverse=TRUE) donne la TFD inverse, sans la normalisation par
√
n, en commençant

par la fréquence nulle.

Quand on examine la transformée de Fourier d’un signal, on examine en priorité son
périodogramme, c’est à dire le carré du module de la transformée de Fourier. C’est plus simple
et en général aussi efficace que d’observer partie réelle et partie imaginaire, par exemple. De
plus, le module de la transformée de Fourier contient des informations qui ne sont, en général,
pas utile au premier abord.

Définition 12.3 Le périodogramme d’un signal x est le carré du module de sa transformée de
Fourier discrète.

Remarque 12.4 Toute la base étant périodique de période n, l’espace naturel des temps (et
des fréquences) est Z/nZ. Cela revient à périodiser les signaux et leurs transformées de Fourier
en posant que f(k + n) = f(k) pour tout k ∈ Z et tout signal f .

Faisons une remarque importante pour la représentation du périodogramme (ou de la trans-
formée de Fourier). La définition des −→e j a un sens pour tout j dans Z, et on a alors :
−→e n−j =

−→e −j pour tout j. Par conséquent, la famille (−→ej , j = −⌊n−1
2 ⌋, . . . , ⌊n2 ⌋) est également

une base orthonormée, et c’est la base de Fourier réordonnée de façon à avoir −→e 0 située au milieu
(à peu près). On représentera le périodogramme dans cet ordre à cause de la symétrie naturelle
que possède cette base : −→e j et

−→e −j ont même fréquence réelle j
n . Les abscisses naturelles seront

donc les féquences 1
n⌊n−1

2 ⌋, . . . , 1n⌊n2 ⌋.



12.2. EFFET DE LA TFD SUR LES ARMA 79

12.1.3 Propriétés de la TFD

La transformée de Fourier discrète possède quelques propriétés remarquables.

1. Fréquence nulle. x̂(0) =
√
n
(

1
n

∑n−1
t=0 xt

)
.

2. Fonctions réelles. si x ∈ Rn, alors x̂(j) = x̂(n− j) pour tout j de {0, . . . , n− 1}.
3. Fonctions périodiques. Si q = n

k divise n et que x ∈ Cn est périodique de période q,
alors :

∀j ∈ {0, . . . , n− 1}, j 6∈ {0, q, 2q, . . . , (k − 1)q} =⇒ x̂(j) = 0 .

4. Retard. On définit B, l’opérateur retard (sur Z/nZ) comme suit :

∀t ∈ {0, . . . , n− 1}, (Bx)t = xt−1 .

Alors,

∀j ∈ {0, . . . , n− 1}, B̂x(j) = x̂(j)e−
2ijπ
n ,

et par conséquent, pour tout polynôme Φ,

∀j ∈ {0, . . . , n− 1}, ̂(Φ(B)x)(j) = x̂(j)Φ(e−
2ijπ
n ) .

Un exemple est celui de la dérivée discrète. On note ∇ = Id − B l’opérateur de
différentation discrète :

∀t ∈ {0, . . . , n− 1}, (∇x) = xt − xt−1 .

Alors :
∀j ∈ {0, . . . , n− 1}, ∇̂x(j) = x̂(j)(1− e−

2ijπ
n ) .

5. Convolution. On définit la convolution x ∗ y de deux vecteurs x et y de Cn par :

(x ∗ y)t =
1√
n

n−1∑

s=0

x(s)y(t− s) .

Alors :
∀j ∈ {0, . . . , n− 1}, x̂ ∗ y(j) = x̂(j)ŷ(j) .

Exemple 12.5 Soit x la série donnée par xt = t, pour t = 0, . . . , n− 1. Alors :

∀j ∈ {1, . . . , n− 1}, x̂(j) =

√
n

(e−
2ijπ
n − 1)

.

Exemple 12.6 Supposons que n = kq, avec k et q dans N∗ et xt = e
it 2π

q , pour t = 0, . . . , n−1.
Alors :

x̂(j) =

{
0 si j 6= k√
n si j = k

12.2 Effet de la TFD sur les ARMA

Définition 12.7 Soit X un processus ARMA défini par :

φ(B)Xt = θ(B)Zt ,

où Z est un bruit blanc de variance σ2. La densité spectrale de X est la fonction définie sur
[−π, π] par :

PX(ω) = σ2
|θ(e−iω)|2
|φ(e−iω)|2 .
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Remarque 12.8 Cette définition n’est pas la plus répandue : en général, la densité spectrale
est plutôt définie avec un facteur 1/2π par :

PX(ω) =
σ2

2π

|θ(e−iω)|2
|φ(e−iω)|2 ,

mais la formule adoptée dans la Définition 12.7 simplifie un peu les écritures par la suite.

Une des justifications de l’intérêt de la transformée de Fourier discrète pour l’étude des ARMA
est le fait que celle-ci se comporte essentiellement comme une suite de variables aléatoires
indépendantes lorsque n est grand.

Théorème 12.9 Soit X un processus ARMA inversible, piloté par un bruit blanc Z i.i.d de
variance σ2. Soit PX la densité spectrale de X. On note, pour tout ω ∈ [0, π[, le périodogramme
In suivant :

In(ω) =
∣∣∣FnX

(
⌊nω
2π

⌋
)∣∣∣

2
.

Alors, pour tous 0 < ω1 < . . . < ωr < π fixés, le vecteur aléatoire (In(ω1), . . . , In(ωr)) converge
en loi vers un vecteur de r variables aléatoires indépendantes, de lois exponentielles de moyennes
(PX(ω1), . . . , PX(ωr)).

Démonstration : On donne juste une esquisse de démonstration. Tout d’abord, au lieu de
considérer un ARMA sur Z, prenons X un ARMA sur Z/nZ, c’est à dire un signal aléatoire
périodique de période n tel que :

∀t ∈ Z, φ(B)Xt = θ(B)Zt ,

où Z est unbruit blanc sur Z/nZ, ou de manière équivalente, un signal sur Z périodique de
période n tel que (Z0, . . . , Zn−1) soit un bruit blanc. En utilisant les propriétés de la transformée
de Fourier vis-à-vis de l’opérateur retard, on obtient :

∀j, X̂(j) =
θ(e−

2ijπ
n )

φ(e−
2ijπ
n )

Ẑ(j) .

On voit donc tout de suite que X̂(0), . . . , X̂(n− 1) sont décorrélées, et que :

Var(X̂(j)) = PX(
2jπ

n
) .

Si Z est gaussien, Ẑ aussi, et le résultat est alors évident. Sinon, il faut utiliser un théorème
central limite du type de Lindeberg (vectoriel) pour utiliser le fait que Ẑ est asymptotique-
ment gaussien, et en déduire la même chose pour X̂. Comme la somme de deux carrés de
gaussiennes indépendantes de variance s/2 est une loi exponentielle de moyenne s, |X̂(j)|2 est
adymptotiquement de loi exponentielle de moyenne PX(2jπn ). �

Une illustration de ce phénomène est donnée à la Figure 12.1.

12.3 Phénomène de Gibbs et effets de bord

La base de Fourier étant composée de fonctions périodiques plutôt régulières (en fait d’autant
plus régulières que la fréquence est basse) elle approche difficilement les fonctions présentant
des irrégularités, notamment des discontinuités. Plus précisément, pour approcher correctement
un signal régulier un petit nombre de coefficients d’assez basse fréquence suffira, alors que pour
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Figure 12.1 – Comparaison entre le périodogramme d’un ARMA(1,2) et sa densité spectrale
de puissance
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approcher correctement un signal irrégulier, il sera nécessaire d’aller très loin dans les hautes
fréquences. Un exemple est donné par le “phénomène de Gibbs”, illustré à la Figure 12.2.

Ce type de phénomène prend une saveur particulière quand on n’aperçoit pas la disconti-
nuité. Examinons le signal de la Figure 12.3 et sa reconstruction avec 90% des coefficents.

Il semble y avoir un phénomène de Gibbs alors que le signal semble extrêmement régulier !
En fait, il faut se remémorer que l’ensemble naturel des temps est Z/nZ. Une autre façon de
voir est de dire que la régularité qui importe est celle du signal périodisé x̃ obtenu à partir de
x par :

∀t ∈ {1, . . . , n}, ∀n ∈ Z, x̃t+n = xt .

Le signal périodisé obtenu à partir du signal de la Figure 12.3 présente en effet des discontinuité,
cf. Figure 12.4. Le phénomène de Gibbs est dû ici à un “effet de bord”.
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Figure 12.4 – Périodisation du signal de la Figure 12.3

12.4 Transformée en cosinus discret

En analyse des signaux, les discontinuités “au bord”, comme à la Figure 12.3 sont plus
fréquentes que les discontinuités à l’intérieur de la fenêtre de temps du type de la Figure 12.2.
Une façon de contourner ce problème pour les signaux réels est de considérer des transformées
de Fourier légèrement différentes. L’une d’elles est la transformée en cosinus discret (DCT), ap-
pellation regroupant en fait huit variantes. On considèrera simplement une des plus populaires,
la DCT-II.

On définit une nouvelle base de Rn :

−→
f0(k) =

1√
n
, ∀k ∈ {0, . . . , n− 1} ,

−→
fj (k) =

√
2

n
cos

(
jπ

n

(
k +

1

2

))
, ∀j ∈ {1, . . . , n− 1}, ∀k ∈ {0, . . . , n− 1} .

Proposition 12.10 (
−→
f0 , . . . ,

−−→
fn−1) est une base orthonormée de Rn. On appelle transformée

en cosinus discret (DCT) d’un vecteur x de Rn le vecteur DCT [x] de ses coordonnées dans la

base (
−→
f0 , . . . ,

−−→
fn−1) :

∀j ∈ {0, . . . , n− 1}, DCT [x](j) = 〈−→fj , x〉 .
On a alors :

DCT [x](0) =
1√
n

n−1∑

k=0

xk ,
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DCT [x](j) =

√
2

n

n−1∑

k=0

xk cos

(
jπ

n

(
k +

1

2

))
, ∀j ∈ {1, . . . , n− 1}

Pour voir en quoi cette transformation apporte quelque chose au problème des effets de
bords, il est possible de l’interpréter comme la TFD d’une transformation paire du signal x, ce
qui élimine la discontinuité au bord pour le signal périodisé.

La Figure 12.5 compare le spectre version TFD et le spectre version DCT pour la fonction
linéaire de la Figure 12.3.
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Figure 12.5 – Comparaison de la répartition des spectres TFD et DCT pour la fonction linéaire
de la Figure 12.3
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Chapitre 13

Transformée de Fourier à court
terme

La transformée de Fourier est particulièrement adaptée aux signaux stationnaires. Comment
peut-on utiliser les idées de la TFD lorsqu’on a affaire à un signal non stationnaire ? Pour mieux
comprendre la problématique, citons un extrait de l’article de l’Encyclopedia Universalis sur les
ondelettes, écrit par Grossmann et Torrésani.

≪ L’analyse de Fourier nous enseigne qu’un signal quelconque peut s’écrire comme
une somme de telles sinusöıdes, de fréquences et d’amplitudes variables. Un signal
est entièrement caractérisé par l’ensemble des amplitudes des sinusöıdes, qui forme
ce que l’on appelle sa transformée de Fourier. La transformée de Fourier est por-
teuse de précieuses informations sur le signal analysé (elle contient en fait toutes
les informations disponibles). On sait par exemple que si elle n’a que de faibles va-
leurs pour des valeurs élevées de la variable de fréquence, ceci signifie que le signal
varie lentement. Inversement, si elle prend des valeurs importantes pour les hautes
fréquences, le signal contient une quantité non-négligeables de hautes fréquences, et
donc varie rapidement, au moins dans certaines zones. Et c’est précisément là que
nous touchons du doigt l’une des limitations importantes de l’analyse de Fourier
usuelle. La transformée de Fourier du signal est incapable de localiser les portions
du signal dans lesquelles les variations sont rapides, ni celles où elles sont lentes. ≫

Il y a plusieurs manières de remédier à ce problème : les plus connues sont sans doute la
transformée de Fourier à court terme (ou transformée de Fourier à fenêtre glissante) et les
ondelettes. Nous ne parlerons que de la transformée de Fourier à court terme. L’idée est simple :
puisque l’on perd, dans la transformée de Fourier, les informations sur la localisation, nous
allons localiser la transformée de Fourier, en l’appliquant sur une fenêtre glissante, de manière
similaire à ce qu’on a fait pour l’analyse de la stationnarité par l’autocovariance empirique à
court terme, cf. section 1.3.

13.1 Transformée de Fourier à court terme

Soit g un vecteur non nul de Cn qui jouera le rôle de “fenêtre”. Typiquement, g aura une
allure de cloche centrée autour de 0. A la fenêtre g on associe la transformée de Fourier à court
terme correspondante, qui à tout vecteur f ∈ Cn, associe une matrice de taille n× n :

Tgf(k, l) =
n−1∑

j=0

f(j)g(j − k)e−2iπ jl

n .

Une autre façon de l’écrire est :
Tgf(k, l) = 〈g(l,k), f〉 ,
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où les g(l,k) sont les atomes de Gabor, ou gaborettes :

∀j ∈ {0, . . . , n− 1}, g
(l,k)
j = g(j − l)e2iπ

jk

n .

La Figure 13.1 représente les parties réelles de quelques gaborettes lorsque g est une fenêtre
gaussienne.
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Figure 13.1 – Quelques parties réelles de gaborettes avec fenêtre gaussienne

Il est facile de montrer une formule de type Parseval. Pour tout vecteur f de Cn,

‖f‖22 =
1

n‖g‖22

n−1∑

k=0

n−1∑

l=0

|Tgf(k, l)|2 . (13.1)

On a également une formule de synthèse :

f =
1

n‖g‖22

n−1∑

k=0

n−1∑

l=0

Tgf(k, l)g
(l,k) =

1

n‖g‖22

n−1∑

k=0

n−1∑

l=0

〈g(l,k), f〉g(l,k) . (13.2)

Remarquons que le nombre de gaborettes est n2, la transformée de Fourier à court terme est
donc très redondante, et il n’est donc pas question que les gaborettes forment une base de
l’espace Cn.

Remarque 13.1 La fonction g est en général choisie très proche de 0 aux “extrêmités”, c’est
à dire près de n/2, ce qui atténue l’effet de discontinuité au bord vu dans la section 12.3.

Par ailleurs, le choix de la “taille” de la fenêtre est bien sûr important. Si la fenêtre est
“large”, on aura du mal à identifier précisément l’instant où survient un évènement et on aura
donc ce qu’on appelle une mauvaise résolution temporelle. Par contre, la fenêtre étant large,
cela permet d’avoir le temps de voir osciller un certain nombre de fonctions de la base de
Fourier, ce qui permettra de les distinguer plus précisément, on aura donc une bonne résolution
fréquentielle. Au contraire, si la fenêtre est petite, on aura une bonne résolution temporelle, et
une mauvaise résolution fréquentielle.

Définition 13.2 Un spectrogramme d’un signal x est le carré du module d’une transformée
de Fourier à court terme de x.

Un exemple de spectrogramme (sous-échantillonné en temps) est donné à la Figure 13.2.

13.2 Transformée de Gabor

Dans les applications pratiques de traitement du signal, le fait que la transformée de Fourier
à court terme contienne autant de coefficients est un problème important pour la vitesse de
calcul car la longueur des signaux est souvent très importante. Par exemple, 3 secondes de
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Figure 13.2 – Spectrogramme de quelques secondes des variations Goldberg

musique échantillonnée à 44,1 kHz donne un vecteur de taille 3 ∗ (44, 1).103 = 132300. Mais
puisque pour un signal de longueur n, la transformée de Fourier à fenêtre glissante renvoie n2

coefficients, on se doute qu’il doit y avoir un moyen de réduire ce nombre de coefficients tout
en gardant toute l’information sur le signal. C’est ce que cherche à accomplir la transformée de
Gabor, qui correspond à un sous-échantillonage de la transformée de Fourier à court terme. La
présentation qui est faite ci-dessous est tirée de [7].

Soient a et b deux entiers naturels divisant n :

n = aL = bK .

On définit la transformée de Gabor discrète (de pas d’échantillonnage en temps a et de pas
d’échantillonnage en fréquence b) comme la matrice c de taille K × L donnée par :

c(k, l) = 〈gk,l, f〉 ,

où gk,l = gla,kb. Une question importante est de savoir inverser la transformée de Gabor discrète,
si c’est possible, et de savoir si on conserve une formule de type Parseval, comme (13.1). Ceci
mène naturellement à la notion de repère.

13.2.1 Notion de repère

Définition 13.3 Une famille de vecteurs (x0, . . . , xJ−1) de Cn est un repère de Cn s’il existe
des constantes 0 < A 6 B telles que, pour tout vecteur f de Cn,

A‖f‖2 6
J−1∑

j=0

|〈xj , f〉|2 6 B‖f‖2 .

Si A = B, on dit que le repère est tendu. Si J > n, on dit que le repère est redondant. A et B
sont appelées les bornes du repère (x0, . . . , xJ−1).

Remarque 13.4 Il ne faut pas confondre cette notion de repère avec celle vue au collège, qui
correspond à la donnée d’un couple (origine, base) dans un espace affine.

On peut voir facilement qu’une famille finie de vecteurs est un repère si et seulement si elle
engendre Cn. Lorsqu’un repère est redondant, il forme une famille génératrice non libre, et n’est
donc pas une base.
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Soit (x0, . . . , xJ−1) un repère de Cn. Définissons l’opérateur de repère S de Cn dans Cn par :

(Sf)(l) =

J−1∑

j=0

〈xj , f〉xj(l) .

La définition d’un repère assure que cet opérateur linéaire (qu’on peut voir comme une matrice
de taille n × n) est inversible, c’est à dire qu’il y a un moyen de retrouver f à partir de Sf .
Pour calculer de manière simple cet inverse, la notion de repère dual est importante. On dit que
(x0, . . . , xJ−1) est un repère dual de (x0, . . . , xJ−1) si pour tout f de Cn,

f(l) =
J−1∑

j=0

〈xj , f〉yj(l) =
J−1∑

j=0

〈yj , f〉xj(l) .

On obtient ainsi une formule de synthèse semblable à (13.2)

Remarque 13.5 Le rapport A/B est important, car il contrôle la convergence des algorithmes
de synthèse : plus il est proche de 1, plus la convergence est rapide.

Le repère dual canonique (x̃0, . . . , x̃J−1) est obtenu à partir de (x0, . . . , xJ−1) par :

∀j ∈ {0, . . . , J − 1}, x̃j = S−1xj .

Plaçons nous maintenant dans le cas des repères de Gabor. On suppose donc que la famille de
vecteurs (gk,l, 0 6 k 6 K − 1, 0 6 l 6 L − 1) forme un repère. Dans ce cas, le repère dual
canonique est encore un repère de Gabor, pour une fenêtre appelée fenêtre duale canonique g̃
valant g̃ = S−1g.

Concernant l’implémentation, il existe la boı̂te à outil LTFAT (Linear

Time Frequency Analysis Toolbox) développée pour Matlab/Octave par Peter

Søendergaard, Bruno Torrésani et Peter Balazs, cf. [7].

13.3 Pour aller plus loin

Les différentes variations exposées ci-dessus sur le thème de la transformée de Fourier ne
sont pas, loin s’en faut, les seules façons d’analyser un signal. Les mathématiciens, physiciens
et ingénieurs ont développé bien d’autres outils : bases de splines, bases d’ondelettes, paquets
d’ondelettes etc. Chaque application nécessite de chercher le bon outil pour analyser (ou trans-
former) le signal.
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à court terme, 10
fonction d’, 22

base, 75
canonique, 75
changement de, 75
de Fourier, 77
orthonormale, 75

Box-Cox, voir transformation de Box-Cox
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médiane
empirique, 7

modèle
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empirique, 10

tendance, 13
tendance polynômiale, 62
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